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Estudio comparativo sobre ensambles de
clasificadores en flujos de datos no estacionarios
Comparative study on classifiers ensembles in
non-stationary data streams
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Resumen Muchas fuentes generan datos continuamente (conocidos como flujos de datos), por lo que es
imposible almacenar estos grandes volimenes de datos y es necesario procesarlos en tiempo real. Debido a
que estos datos son adquiridos a lo largo del tiempo y a la dinamica de muchas situaciones reales, la distribucion
de probabilidades (concepto objetivo) que rige los datos puede cambiar en el tiempo, un problema comunmente
denominado cambio de concepto. Existen varios algoritmos para manipular cambios de concepto, y entre ellos
se encuentran los ensambles de clasificadores incrementales y los ensambles de clasificadores basados en
bloques de instancias. En la literatura revisada no existen articulos para comparar estos dos enfoques. Por lo
que, en este trabajo se realiza un estudio comparativo sobre estos dos enfoques.

Abstract Many sources continuously generate data, known as data stream, creating large volumes of data. It is
necessary to process them in real time but it is impossible to store them. Because these data are collected over
time and in the dynamics of many real situations, the target function of the data can change over time, a problem
commonly called concept drift. There are several algorithms to deal with concept drift, such as incremental
ensembles and block-based ensembles. In the reviewed literature there are no articles on comparison of these
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two approaches. Therefore, in this work we carry out a comparative study between such approaches.

Flujos de datos — ensambles de clasificadores — cambio de concepto
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1. Introduccion

En la actualidad mdltiples sistemas generan gran cantidad
de informacion, la cual constituye una fuente importante de
conocimiento [27]. En muchas situaciones el tamafio de los
datos generados por sensores, telefonia y muchos otros, es
potencialmente infinito debido a su constante generacion. Por
lo que para procesarlos se requieren técnicas de mineria de
flujos de datos. En tareas de clasificacion, un flujo de datos
se define como una secuencia muy grande ( potencialmen-
te infinita ) de pares que se van adquiriendo a lo largo del
tiempo. Estos pares, llamados instancias o ejemplos, estan
compuestos por un conjunto de atributos y una etiqueta de
clase. Uno de los problemas fundamentales cuando se aprende
a partir de flujos de datos no estacionarios, obtenidos en el
tiempo desde diferentes fuentes, es el cambio de concepto.
Por ejemplo, tales cambios pueden ocurrir debido al cambio
de intereses personales, preferencias de ropas, nuevas prefe-
rencias, consumo de energia, etc. El filtrado de correos spam

(basura) es otro ejemplo: los sitios o personas que se encargan
de enviar correo no deseados disfrazan sus correos para tratar
de evadir los filtros, por lo que los filtros anti-spam deben
estar actualizados para identificar exitosamente los spam en
el tiempo.

En la literatura se han utilizado muchos algoritmos co-
mo modelos base para manipular cambios de concepto. En-
tre estos se pueden encontrar sistemas basados en reglas
[42, 46, 47], arboles de decision [30, 31, 43, 23], Naive Ba-
yes [2, 1, 25], maquinas de vectores de soporte [33, 32], re-
des neuronales artificiales [34] y razonamiento basado en
casos[15, 26]. También se han propuesto algoritmos para la
deteccion de cambios de concepto tales como los gréficos
de control (control charts) [4], DDM (Drift Detection Met-
hod) [28], EDDM (Early Drift Detection Method) [3], ECDD
(EWMA for Concept Drift Detection), ADWIN (Adaptive Win-
dows) [6] y HDDM (Hoeffding Drift Detection Method) [22].
Haciendo uso de los diferentes modelos bases y los detectores
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de cambios de concepto se han desarrollado varios algoritmos
basados en ensambles de clasificadores para el aprendizaje a
partir de flujos de datos no estacionarios. Gama y otros [28]
distinguen dos categorias donde se pueden ubicar las estra-
tegias para enfrentar el problema del cambio de concepto:
estrategias en las cuales el aprendizaje se adapta en interva-
los de tiempo regulares sin considerar la ocurrencia de un
cambio de concepto; y estrategias en las cuales se detecta pri-
mero el cambio de concepto y luego el aprendizaje se adapta
al cambio. Los primeros métodos de ensambles usualmente
utilizaban la primera estrategia para manipular cambio de
concepto, estos solo inclufan los mecanismos bésicos para el
aprendizaje: actualizar los clasificadores existentes, eliminar
los clasificadores de bajo rendimiento, e insertar clasificado-
res. Aunque estos mecanismos permiten adaptarse al cambio
sin necesidad de detectar este de forma explicita, la adaptacién
al cambio generalmente es lenta. En los dltimos afios se han
propuesto varios métodos de ensamble que incluyen mecanis-
mos de deteccidon de cambios explicita (segunda estrategia),
manipulando los cambios de concepto de forma mas eficiente.
Sin embargo, en la literatura los ensambles no se clasifican
por la forma de actualizar los clasificadores bases, ni existen
estudios experimentales donde se comparan estos dos tipos
de ensambles. Por lo que, en este articulo se propone una
nueva clasificacién de los ensambles que se basa en la forma
en que actualizan los clasificadores bases. De acuerdo con
esta clasificacién, se pueden clasificar en ensambles basados
en bloques de instancias y ensambles incrementales. Ademds
se realiza un estudio experimental donde se comparan estos
enfoques frente a cambios de conceptos estables, abruptos
y graduales. El resto de este articulo esté estructurado de la
siguiente manera: primeramente en la seccion 2 se define for-
malmente el cambio de concepto. En la seccién 3 se presentan
algunos modelos individuales capaces de aprender a partir
de flujos de datos no estacionarios. Luego en la seccién 4 se
realiza una revision de los principales algoritmos de ensam-
bles de clasificadores propuestos en la literatura. En la seccién
5 se realiza un estudio experimental para comparar los dos
enfoques estudiados en este articulo. Finalmente en la seccién
6 se presentan las conclusiones de este trabajo.

2. Cambio de concepto

Dentro del aprendizaje incremental o aprendizaje en linea
[47] el problema de clasificacion se define generalmente por
una secuencia (posiblemente infinita) de ejemplos (también
conocidos como instancias) o experiencias S = ey, ez, ..., €;...
que se obtienen en el tiempo, normalmente una a la vez y no
necesariamente dependientes del tiempo. Cada ejemplo de
entrenamiento e; = (7, y;) estd formado por un vector X y
un valor discreto y;, llamado etiqueta y tomado de un conjunto
% denominado clase. Cada vector ¥ € 2 tiene las mismas
dimensiones y a cada dimension se le llama atributo.

Se considera concepto como el término que se refiere a
la funcién de distribucién de probabilidad del problema en
un punto determinado en el tiempo [36]. Este concepto puede

ser caracterizado por la distribucién de probabilidad conjunta
—
P (% Y ) donde Z" representa los atributos y % es la clase.

Por tanto un cambio en la distribucién del problema (también
conocido como contexto [28] implica un cambio de concepto.

En la literatura existen multiples clasificaciones para de-
terminar la naturaleza del cambio de concepto. Consideremos
que un cambio de concepto involucra dos conceptos diferen-
tes: el concepto inicial (Cy) y el concepto final (Cr). Una de
las clasificaciones mds importantes se refiere a la extension del
cambio (también llamada tasa de cambio). Dependiendo de
cuan diferentes son C; y Cr, se puede decir que que el cambio
es total o parcial. Un cambio total implica que la distribucién
de C; y Cr no comparten nada, por lo que este cambio usual-
mente se simula con conjuntos de datos artificiales porque
es dificil observarlo en conjuntos de datos reales. Por tanto
cuando se aprende de conjuntos de datos reales el cambio
suele ser parcial. De acuerdo con la velocidad del cambio, hay
un tiempo (¢.umpio) para cambiar de C; y Cr, por lo que cuan-
do t.ampio = 0 €l cambio es abrupto o que es gradual cuando
teampio > 0. Cuando el nuevo cambio que ocurrira al finalizar
el cambio actual Cr ha ocurrido previamente se dice que este
cambio es recurrente.

3. Clasificadores individuales

En esta seccidn se presentan varios de los modelos indivu-
duales de aprendizaje que son utilizados para clasificacion de
flujos de datos no estacionarios.

3.1 Redes neuronales artificiales

Las redes neuronales artificiales han sido exitosamente
utilizadas en la mineria de datos. En las aplicaciones tradicio-
nales de mineria de datos las redes neuronales son entrenadas
utilizando un conjunto de entrenamiento fijo. Sin embargo, la
mayoria de los modelos de redes neuronales requieren varias
pasadas sobre el conjunto de entrenamiento para ajustar los
pesos de las neuronas, usualmente se utiliza el algoritmo back-
propagation. Sin embargo en la mineria de flujos de datos los
ejemplos son vistos una sola vez por el modelo y es necesario
mantener acostado el costo computacional para para actuali-
zar los pesos de las neuronas con una sola pasada sobre los
datos. Un ejemplo para adaptar una red para aprender a partir
de flujos datos es utilizar un mecanismo de olvido, es decir
cuando la red no se entrena con los mismos datos miultiples
veces, esta se ajustard dindmicamente a los datos que se van
obteniendo en el tiempo, por tanto pueden reaccionar de for-
ma natural al cambio de concepto. Uno de los sistemas mds
conocidos capaz de manipular cambio es FRANN (Floating
Rough Approximation in Neural Network) [34].

3.2 Naive Bayes

Este modelo se basa en el teorema de Bayes y calcula
la probabilidad condicional de cada una de las clases para
cada ejemplo nuevo de entrenamiento asumiendo que los
atributos son independientes dada la clase. El algoritmo Naive
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Bayes aprende eficientemente a partir de flujos de datos no
estacionarios con complejidad computacional constante.

De acuerdo con lo planteado en la seccion 2 cada ejemplo
de entrenamiento ¢; = (%, y;) estd formado por un vector Xy
un valor discreto y;, llamado etiqueta y tomado de un conjunto
% denominado clase. el clasificador Naive Bayes se basa en
encontrar la clase més probable que describa a ese ejemplo.
La clase més probable serd la que cumpla:

vp = argmaxy,c P (vi | %) (1

es decir dada la probabilidad de los atributos que describen
el ejemplo ¢;, éste pertenezca a la clase y;. Por el teorema de
Bayes:

_ P(X | yi)P () 5
yp= argmaxyieayw @)
Vp= argmaxyiegyP(7 | yi) P (vi) )

Se puede estimar P (y;) contando las veces que aparece y;
en el conjunto de entrenamiento y dividiéndolo por el nimero
total de ejemplos que forman este conjunto. Para estimar el
término P (X | y;) se debe recorrer todo el conjunto de entre-
namiento, lo que requiere un alto costo computacional. Naive
Bayes simplifica el problema asumiendo que los atributos son
independientes dada la clase. Asi la probabilidad de que un
ejemplo no etiquetado X pertenezca a la clase y; estd dada
por:

P(¥ | y) ZHP(X/' | vi) “4)
J

La estimacién de los pardmetros del modelo (por ejemplo,
P (y;) y P(%)) se pueden aproximar con frecuencias relativas
del conjunto de entrenamiento. Estas son las estimaciones
de maxima verosimilitud de las probabilidades. Las proba-
bilidades de las clases se pueden calcular asumiendo clases
equiprobables. Para estimar las probabilidades de cada uno de
los atributos generalmente se utilizan la distribucién de bino-
mial para atributos discretos y la distribucién normal cuando
se trata con atributos continuos.

3.3 Arboles de decision

La construccién de arboles de decisién ha sido amplia-
mente estudiada en la comunidad del aprendizaje automatico.
En la minerfa de flujos de datos, la desigualdad de probabilida-
des de Hoeffding [18, 22, 23], de Chernoff [18, 23] han sido
herramientas poderosas para la induccidn en linea de arboles
de decision. La cota Hoeffding indica que con probabilidad
1 — 8, la media real de una variable aleatoria con rango R
no difiere de la media estimada después de n observaciones
independientes por mds de:

27, (L
- Rln(s) 5)
2n

Utilizando esta cota, Domingos y Hulten propusieron
VEDT (Very Fast Decision Tree) [31]. VFDT induce incre-
mentalmente un drbol de decision a partir de un flujo de datos,
sin la necesidad de almacenar ejemplos de entrenamiento des-
pués de haber sido utilizados para actualizar el arbol. Este
algoritmo es similar a los algoritmos cldsicos de induccién de
arboles de decision, solo difiere en la seleccidén del atributo
para dividir. En lugar de seleccionar el mejor atributo después
de ver todos los ejemplos, VFDT utiliza la cota de Hoeffding
para determinar cudntas instancias deben ser muestreadas an-
tes de poder elegir, con probabilidad 1 — &, qué atributo debe
ser usado para la expansién de cada nodo.

4. Ensambles de clasificadores

Los algoritmos basados en ensambles de clasificadores
combinan la prediccidn de los clasificadores bases y se pueden
clasificar por la forma en que actualizan sus clasificadores
bases. La primera clasificacion estd dada por la utilizacién de
bloques de instancias. Los ensambles basados en bloques de
instancias dividen el flujo de datos en pequefios bloques de
igual tamafio y entrenan clasificadores con cada uno de estos
bloques. La adaptacion a los cambios de concepto de estos en-
sambles generalmente es lenta porque tienen que esperar a que
se llene el bloque para actualizar los clasificadores bases. La
segunda clasificacion de los ensambles es por la actualizacién
de los clasificadores de forma incremental. Estos métodos uti-
lizan como clasificadores bases clasificadores incrementales,
es decir actualizan los modelos en la medida que se obtienen
las instancias. En las secciones 4.1 y 4.2 se describen varios
algoritmos dentro de estas dos clasificaciones.

4.1 Ensambles basados en bloques de instancias

Los ensambles de clasificadores basados en bloques de
instancias dividen el flujo de datos en pequefios bloques de
igual tamafio para crear clasificadores con cada uno de estos
bloques.

Uno de los primeros algoritmos de ensamble para el pro-
cesamiento de flujos de datos fue SEA (Streaming Ensemble
Algorithm) [44]. SEA crea los clasificadores bases a partir de
pequefios subconjuntos de los datos, leidos secuencialmente
en bloques de un tamafio fijo. El algoritmo cuenta con un
limite maximo de clasificadores que actiia como mecanismo
de adaptacion. Al ser alcanzado este limite mdximo obliga al
algoritmo a sustituir clasificadores bases anteriores siguiendo
cierto criterio de remplazo. Para combinar las predicciones de
los clasificadores base utiliza votacién por mayoria no ponde-
rada y como clasificador base utiliza el algoritmo C4.5. SEA
presenta problemas para adaptarse a los cambios de conceptos
abruptos; en estos resultados influye el mecanismo de vota-
cién utilizado ya que los clasificadores dejan de aprender una
vez que son creados.

Bajo el mismo esquema de entrenamiento que SEA, Wang
y otros [45] propusieron el método AWE (Accuracy Weighted
Ensemble). AWE combina las respuestas de los clasificado-
res base a través de la votacién por mayoria ponderada. La
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ponderacion de los clasificadores bases estd en funcién de la
precision obtenida por los mismos, al utilizar como instancias
de prueba las propias instancias del bloque de entrenamiento
actual. Al igual que SEA, su rendimiento frente a cambios de
conceptos graduales es aceptable, pero esto no ocurre asi cuan-
do los cambios son abruptos. Eso se debe fundamentalmente
a que AWE espera al proximo bloque de entrenamiento para
actualizar los pesos de los clasificadores bases.

BWE (Batch Weighted Ensemble algorithm) [17] tam-
bién divide el conjunto de entrenamiento en bloque de igual
tamafio y utiliza el voto mayoritario ponderado para combi-
nar la salida de los clasificadores bases. A diferencia de los
métodos anteriores, este incorpora un detector de cambios al
algoritmo, BDDM (Batch Drift Detection Method), y utiliza
un modelo de regresion para estimar cambios de concepto. El
detector de cambios se utiliza basicamente para determinar
cunado crear un nuevo clasificador base debido a los cambios
de concepto o si el concepto permanece estable el ensamble
no varia. La idea fundamental de esta propuesta es combinar
la capacidad de los ensambles para adaptarse a los cambios
graduales con el detector de cambios para manipular cambios
abruptos.

Otra propuesta basada en bloques de instancias es AUE
(Accuracy Updated Ensemble) [11]. AUE mantiene un con-
junto de clasificadores ponderados y predice la etiqueta de
clase de los ejemplos que van llegando, mediante la agrega-
cién de las predicciones de los clasificadores bases utilizando
una regla de votacién ponderada. Cada vez que se completa
el bloque de instancias de entrenamiento, se crea un nuevo
clasificador base para sustituir al peor clasificador del ensam-
ble. Después de eliminar el peor clasificador el resto de los
clasificadores se actualiza con el nuevo bloque de instancias
y sus pesos son actualizados de acuerdo con su precision. Si-
milar a AUE lo mismos autores propusieron OAUE (Online
Accuracy Updated Ensemble) [12]. En esta propuesta los cla-
sificadores bases son entrenados de manera incremental y los
pesos de cada clasificador base se determinan de acuerdo a
su precision estimada. OAUE mantiene el uso de bloques de
instancias para cada vez que se complete el bloque crear un
nuevo clasificador y sustituir el peor clasificador del ensamble.

Una propuesta més reciente es FAE (Fast Adapting En-
semble) [38], un ensamble disefiado para adaptarse de forma
rdpida a los cambios de concepto, tanto abruptos como gradua-
les, y especializado en el tratamiento de conceptos recurrentes.
Esta propuesta cuenta con una coleccién de clasificadores
que representan a varios de los conceptos analizados; como
diferencia, en este caso los clasificadores estan organizados en
activos e inactivos segin su comportamiento frente a los datos
actuales. FAE es un multiclasificador que toma su decision
global a partir de las decisiones parciales de los clasificado-
res activos; mientras que conserva un grupo de clasificadores
inactivos como almacén de antiguos conceptos, los cuales le
favorecen en el tratamiento de conceptos recurrentes. Estos
clasificadores inactivos son activados de forma muy rdpida
si reaparece el concepto al cual ellos representan. La reacti-

vacion de clasificadores y la insercion, de ser necesaria, de
nuevos clasificadores actualizados garantiza una rdpida adap-
tacion, sobre todo si existen conceptos recurrentes.

La mayoria de los ensambles que actualizan los clasi-
ficadores base mediante bloques presentan problemas para
adaptarse a los cambios de concepto abruptos, esto se debe
a que no tienen mecanismos explicitos para detectar cam-
bios y generalmente esperan a que se complete un bloque de
instancias para actualizar los clasificadores base.

En el algoritmo 1 se muestra el esquema general segui-
do por los ensambles de clasificadores basados en bloques
de instancias. El algoritmo recibe como pardmetros, el flujo
de datos, la cantidad de clasificadores bases y el tamafio del
bloque de instancias. Después se llena el bloque con las ins-
tancias de entrenamiento y cuando el bloque estd completo se
realizan determinadas acciones para, crear nuevos clasificado-
res, actualizar los clasificadores, etc. Ademas estos algoritmos
deben estar disponibles para predecir en todo momento.

Algoritmo 1: Ensambles basados en bloques de instan-
cias
Entrada:
flujo de datos, cantidad M de clasificadores
bases, tamafio N del bloque de instancias

Salida
clase predicha por el ensamble

1 Bloque : bloque de instancias para crear clasificadores
2 foreach instancia de entrenamiento do

3 if Blogue no estd lleno then

4 L Blogue+ = nuevainstancia

5 else if Blogue estd lleno then

6 realizar acciones como, crear nuevo clasificador,
actualizar clasificadores, calcular pesos, etc.

7 Vacciar el Bloque

8 return en todo momento la clase predicha por el
ensamble

4.2 Ensambles incrementales

Los ensambles incrementales utilizan como clasificadores
bases algoritmos incrementales, es decir se van actualizando
en la medida en la que se obtienen los datos.

Bagging [10] y Boosting [21] son dos de los algoritmos
maés conocidos para entrenar clasificadores bases. Bagging
aplica muestreo con remplazamiento al conjunto de datos ori-
ginal para crear M conjuntos de entrenamientos del mismo
tamafo que el original y crea M clasificadores base con estos
conjuntos de entrenamiento. Estos clasificadores son creados
utilizando el mismo algoritmo de aprendizaje. Para que los
clasificadores bases a inducir con un mismo algoritmo cum-
plan el requisito de ser diferentes, se tiene que garantizar que
los subconjuntos de entrenamiento generados sean también
diferentes. Esto se garantiza utilizando algoritmos de induc-
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cién que sean muy sensibles a pequefias variaciones en dicho
conjunto, por ejemplo, algunos algoritmos de induccién de
arboles de decision. Esta caracteristica de inestabilidad es la
que da nombre a los algoritmos conocidos como “aprendices
débiles” y se ve acentuada cuando el subconjunto de entre-
namiento tiene un tamafio limitado. En bagging se combinan
las predicciones de los clasificadores individuales utilizando
votacién mayoritaria: se elige la clase que haya sido seleccio-
nada por el mayor nimero de clasificadores que componen el
ensamble.

El método boosting [21] asigna pesos a las instancias de
entrenamiento en el conjunto de entrenamiento. El objetivo
del método boosting es inducir un modelo que minimice la
suma de los pesos de las experiencias que no se clasifiquen
correctamente. En un principio, los pesos de las diferentes ex-
periencias tendran el mismo valor y los errores serdn igual de
importantes. Pero en cada iteracion, los pesos de las experien-
cias que han sido incorrectamente clasificadas se aumentaran
para darles mds importancia. De esta forma, en cada iteracién
se le da mdas importancia a las experiencias que no han sido
clasificadas correctamente en pasos anteriores. En este mo-
delo, la combinacion de los clasificadores basicos no es tan
simple como con bagging. Ahora se tiene en cuenta el error
estimado de cada modelo para calcular la clase de la observa-
cién que se estd intentando predecir. Sumando los pesos de
los modelos que eligen la misma clase, se selecciona aquella
que acumule mayor valor.

Oza y Rusell [40] propusieron versiones incrementales
de los algoritmos Bagging y Boosting, pero estas propuestas
no tienen mecanismos para adaptarse a los cambios de con-
cepto. Asi, su adaptacion al cambio depende del algoritmo
de clasificacion utilizado para generar los clasificadores ba-
ses. Para manipular cambios de concepto, Bifet y otros [9]
propusieron un nuevo algoritmo basado en Bagging llamado
OzaBagAdwin. La idea de esta variante es agregar a la versién
incremental del algoritmo Bagging el detector de cambios de
concepto ADWIN (Adaptive Windowing) [6]. El mecanismo
de adaptacién utilizado se basa en la sustitucién del peor de
los clasificadores, cuando se estima un cambio, por un nuevo
clasificador basico creado mas recientemente.

El algoritmo Boosting también ha sido explorado en la
mineria de flujos de datos [39], pero el algoritmo mantie-
ne valores de precisiéon mas bajos que el Bagging propuesto
por Bifet y otros [9]. Otro ensamble basado en Bagging es
DDD (Diversity for Dealing with Drifts) [37], el cual es capaz
de mantener una alta diversidad de clasificadores bases y de
adaptarse a los cambios de conceptos . DDD mantiene varios
ensambles con diferentes niveles de diversidad. Si en los datos
no se detecta la presencia de cambios de conceptos, el sistema
estard compuesto por dos ensambles, uno con baja diversi-
dad y otro con alta diversidad pero solo el ensamble con baja
diversidad es utilizado para predecir. Cuando se detecta un
cambio de concepto se construyen dos nuevos ensambles, uno
con baja diversidad y otro con alta diversidad. Los ensambles
de baja y alta diversidad después de la deteccidn del cambio

se denominan ensambles viejos de baja y alta diversidad y
se mantienen porque segiin los autores, esto garantiza mejor
explotacion de la diversidad, el uso de la informacion apren-
dida de viejos conceptos, y la robustez ante falsas alarmas.
Los cuatro ensambles se mantienen mientras se cumplan dos
condiciones especificas que chequean la situacién de cambio,
de lo contrario, utilizando un mecanismo de combinacién se
pasa a trabajar con dos ensambles nuevamente.

Otro algoritmo de ensamble incremental es FASE (Fast
Adaptive Stacking of Ensembles) [25]. FASE utiliza un meta-
clasificador para combinar la salida de los clasificadores bases.
El esquema de FASE es aplicado a la versién en linea del
algoritmo bagging [40] y utiliza HDDM (Hoeffding Drift De-
tection Method) [22] como detector de cambios de concepto y
estimador de error. Cuando se detecta una cambio, se elimina
el peor clasificador del ensamble y se agrega uno nuevo. FASE
estd compuesto por clasificadores adaptativos en los dos nive-
les (ambos clasificadores el base y el meta son adaptativos).
Cada clasificador adaptativo usa HDDM, que monitoriza su
tasa de error con el objetivo de emitir tres sefiales diferentes
de cambio durante el proceso de aprendizaje. HDDM emite
la sefal en-control cuando el concepto actual permanece es-
table, alerta cuando es probable que se aproxime un cambio,
y fuera-de-control cuando se detecta el cambio. En FASE,
cada clasificador adaptativo usa un solo clasificador en los
conceptos estables. Cuando el nivel de alerta es alcanzado, el
clasificador adaptativo entrena un clasificador alternativo que
reemplaza al principal si después del nivel de alerta ocurre un
cambio. Los clasificadores adaptativos pueden de esta forma
tener a lo sumo dos clasificadores (el clasificador principal
y el alternativo), las predicciones de estos clasificadores es
combinada mediante el voto ponderado.

En el algoritmo 2 se muestra el esquema general seguido
por los ensambles de clasificadores incrementales. El algo-
ritmo solo recibe como pardmetros, el flujo de datos y la
cantidad de clasificadores bases. Luego actualiza cada uno
de los clasificadores bases con cada una de las instancias de
entrenamiento.

Algoritmo 2: Ensambles incrementales
Entrada:
flujo de datos, cantidad M de clasificadores

Salida
clase predicha por el ensamble

1 foreach instancia de entrenamiento do
2 aculizar los clasificadores bases con cada instancia
de entrenamiento

3 return en todo momento la clase predicha por el
ensamble
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Tabla 1. Clasificacion de los algoritmos segtin la forma de
actualizar los clasificadores bases
Actualizacién de los clasificadores

Algoritmo Bloque Incremental
FASE X
LeveragingBag X
OzaBagAdwin X
AUE X
AWE X
OAUE X

5. Estudio experimental

En el estudio experimental descrito en esta seccién se
evalian los algoritmos frente a conjuntos de datos artificiales
y reales. Los algoritmos algoritmos son evaluados sobre los
diferentes tipos de cambios (abruptos y graduales).

Todos los experimentos fueron ejecutados en MOA [7],
una herramienta para evaluar los algoritmos que aprenden
a partir de flujos de datos. MOA provee una gran coleccién
de herramientas de evaluacién, varios algoritmos, y muchos
métodos para generar flujos de datos artificiales con la posibi-
lidad de incluir cambios de concepto.

Las medida de rendimiento utilizada para evaluar los algo-
ritmo fue la precision. Esta medida se calcul6 en linea con el
objetivo de medir como evoluciona el proceso de aprendizaje
en el tiempo.

En este articulo se utiliz6 para evaluar los algoritmos el
enfoque fest-then-train, también conocido como prequential
(predictive sequencial) que se deriva del error predictivo se-
cuencial [16]. Este enfoque consiste bdsicamente en calcular
las medidas de interés (usualmente la precisién) para cada
instancia nueva (etapa de prueba) y después utilizar el ejem-
plo para seguir con el entrenamiento del algoritmo (etapa de
entrenamiento) [31]. Por lo tanto, en cada ejemplo nuevo, el
clasificador primero se probd y luego se entrend. Durante el
proceso de aprendizaje, la precision se calculd con respecto
a una ventana deslizante de tamafio 100 [7]. La precision de
los clasificadores se calculé cada 100 ejemplos procesados
por medio de la fraccién entre el nimero de los ejemplos
bien clasificados en esta ventana deslizante y el tamafio de la
ventana.

5.1 Algoritmos utilizados

En este estudio experimental se configuraron los algorit-
mos FASE [25], LeveragingBag [8], OzaBagAdwin [9], AUE
[11], OAUE [12], AWE [45] con sus pardmetros por defecto
en MOA.

En todos los algoritmos se utiliz6 como clasificador base
Naive Bayes, el cual es uno de los clasificadores mas utilizado
para el aprendizaje a partir de flujos de datos no estacionarios
[14, 13, 35, 41, 20]. En la Tabla 1 se clasifican los algoritmos
seleccionados segin la forma en que actualizan sus clasifica-
dores bases.

Tabla 2. Principales caracteristicas de los generadores de
flujos de datos utilizados.

[= > »

E B g

s = =
Generador Z Z O
SEA (4 funciones objetivo) 3 2
Funciones de base radial 50 10
(RBF)
Waveform (WAVE) 40 3
Hyperplane (HYP) 10 2
LED (10 % de ruido) 24 10
STAGGER (STA) 3 2
AGRAWAL ( AGR, 10 6 3 2

funciones objetivo)

5.2 Experimentos con conjuntos de datos artificia-
les

Los conjuntos de datos artificiales utilizados para la expe-
rimentacién estdn disponibles en MOA y estdn disefiados para
simular cambios de concepto por lo que han sido ampliamente
utilizados en la literatura [22, 25, 23, 24, 12, 11,9, 5, 8]. En
la Tabla 2 se presentan las principales caracteristicas de los
conjuntos de datos seleccionados. Por lo que de esta forma,
los generadores seleccionados para los experimentos inclu-
yen ruido, atributos irrelevantes (LED) y diferentes tipos de
funciones objetivo (SEA,AGR y STA). En esta seccidn pri-
meramente se estudié la estabilidad de los algoritmos frente
a conceptos estables. Después para mostrar la estabilidad de
los algoritmos frente a cambios de conceptos (abruptos y
graduales).

5.2.1 Experimentos con conceptos estables

En conceptos estables, los algoritmos fueron entrenados
con 1,000,000 de ejemplos, y se utiliz6 el enfoque test-then-
train para evaluar su rendimiento. La Tabla 3 muestra el rendi-
miento de los algoritmos en cuanto a precision. Ademds en
la Tabla 3 se cuenta la cantidad de veces que cada algoritmo
gana (G), pierde (P) y empata (E) contra el resto. Como se
puede observar el algoritmo FASE es el que mds veces gana.

Para comprobar diferencias significativas entre los algo-
ritmos se realizaron pruebas estadisticas siguiendo la meto-
dologia propuesta por Demsar [19], Garcia y otros [29] para
comparar varios clasificadores sobre varios conjuntos de datos.
En la Figura 1a se muestra la comparacién entre los algorit-
mos, como se puede apreciar los algoritmos incrementales
(FASE, LeveragingBag, OzaBagAdwin) obtienen mejores re-
sultados que los algoritmos que utilizan bloques de instancias
(AWE, OAUE, AUE). En conceptos estables largos, tedrica-
mente no es necesario eliminar clasificadores o actualizar el
peso de las instancias de entrenamiento. Los algoritmos in-
crementales estudiados utilizan mecanismos de deteccién de
cambios para estimar la tasa de error de los clasificadores
bases y solo eliminan clasificadores cuando se estiman cam-
bios de concepto, por lo que en conceptos estables la Tabla
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FASE — AWE
LeveragingBag ——— OAUE
AUE

OzaBagAdwin ——————

(@) Comparacién de los algoritmos frente a conceptos estables

FASE L
AWE ——— AUE
OAUE OzaBagAdwin

(b) Comparacién entre todos los algoritmos frente a cambios de concepto
abruptos

~
©
SES
a

FASE
AWE

OAUE
AUE

(¢) Comparacién de los algoritmos frente a cambios graduales
Figura 1. Comparacion entre todos los algoritmos sobre
datos artificiales utilizando el test de Friedman y el
procedimiento de Bergmann Hommel para el andlisis post
hoc. Los algoritmos que estdn conectados (p-value = 0.10) no
existen diferencias significativas. Todos los algoritmos
utilizan Naive Bayes como clasificador base.

3 muestra que estos algoritmos son robustos al ruido y a fal-
sas detecciones. Por el contrario los algoritmos que utilizan
bloques de instancias cada vez que se completa un bloque
siempre eliminan el peor clasificador, por lo que al no ocurrir
cambios de concepto se produce perdida de informacion al
eliminar clasificadores bases.

5.2.2 Cambios abruptos y graduales

En esta seccion lo algoritmos fueron ejecutados frente
conceptos que cambian repetidamente de acuerdo con la Ta-
bla 2, considerando varias funciones objetivos para simular
cambios abruptos y graduales . Para simular cambios gradua-
les se utiliz6 la funcién sigmoide implementada en MOA [7],
incrementando la probabilidad que a cada instante de tiempo
los nuevos ejemplos pertenezcan al nuevo concepto. En las
Tablas se generaron 25,000 ejemplos por concepto estable,
10 cambios de concepto, en cambios graduales (Tabla 5) se
configur6 el periodo de transicién entre conceptos a 5,000.

Para evaluar el rendimiento de los algoritmos, la precision se
calcul6 cada 100 ejemplos de entrenamiento. La precision fue
calculada a través de 100 ejemplos de prueba diferentes en
cada paso de prueba (cada 100 ejemplos de entrenamiento).
Las Tablas 4 y 5 resumen el rendimiento de los algoritmos
en términos de promedio (¥) y desviacién estandar (s) para la
precision. Las diferencias significativas de estas medidas con
respecto a los restantes algoritmos estdn mostradas en negritas
para la precision. Ademas las Figuras 1b y 1¢ muestran los
rankings promedio de los algoritmos frente a cambios abrup-
tos y graduales respectivamente. Como se puede observar no
existen diferencias significativas entre los dos enfoques. Por
ejemplo en cambios abruptos los algoritmos AWE y OAUE
obtienen buenos resultados, aunque el mejor resultado lo obtie-
ne el algoritmo FASE, el cual manipula cambios de concepto
en cada uno de los clasificadores bases. Adicionalmente en
la Figura 2 se muestran las curvas de aprendizaje de los algo-
ritmos estudiados frente a cambios abruptos. En las figuras
se puede observar que los algoritmos de ensamble basados
en bloques de instancias se comportan de manera similar, es
decir alrededor del punto de cambio su precision se deteriora
pero se recuperan rapidamente. En el caso de los algoritmos
de ensamble incrementales (LeveragingBag y OzaBagAdwin)
se demoran mds en adaptarse a los cambios. Esto se debe
principalmente a que estos algoritmos no manipulan cambios
en los clasificadores bases.

5.3 Experimentos con datos reales

En muchos escenarios reales se ha detectado la presencia
de cambios de cambios de concepto. En estos escenarios no se
sabe que tipos de cambios estdn presentes por lo que es impor-
tante realizar experimentos con datos de distintos escenarios.
En este experimento se evaldan los métodos procesando los
ejemplos en su orden temporal. A la llegada de cada nuevo
ejemplo de entrenamiento, al clasificador primero se le rea-
liza una prueba eliminado la etiqueta de clase del ejemplo,
luego el aprendizaje continia normalmente con el ejemplo
original. La precision es calculada con respecto a una ventana
deslizante de tamafio fijo igual a 100. La Tabla 6 muestra las
caracteristicas principales de los conjuntos de datos reales se-
leccionados para este experimento. Para la precision, la Tabla
7 muestra el promedio y la desviacién estandar de la fraccion
entre el nimero de ejemplos bien clasificados y el total de
ejemplos cada 100 ejemplos procesados. La Figura 3 muestra
la comparacion estadistica entre los algoritmos estudiados.
Como se puede observar el algoritmo FASE también tiene un
buen rendimiento frente a conjuntos de datos reales. Por lo
que el método utilizado por FASE para manipular cambios de
conceptos es eficiente tanto para datos artificiales como para
datos reales. En la Figura 3 se muestra claramente que los
algoritmos FASE, LeveragingBag y OzaBagAdwin obtienen
mejores resultados que los algoritmos AUE, AWE y OAUE.
En este caso el uso de mecanismos de deteccién de cambios
explicitos y la actualizacion incremental de los clasificadores
bases es mds eficiente que los mecanismos de adaptacion de
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Tabla 3. Rendimiento de los algoritmos frente a conceptos estables utilizando como clasificador base Naive Bayes
LeveragingBag OzaBagAdwin AUE AWE OAUE

Algoritmo G P E G D E G PE G PE G P E Promedio
FASE 11 9 0o 13 7 0 19 1 0 14 6 0 18 2 0 82,47
LeveragingBag 8 12 0 20 0 0 13 7 0 20 0 O 82,34
OzaBagAdwin 9 1 0 13 7 0 18 2 0 82,33
AUE 9 10 1 5 14 1 82,04
AWE 100 9 1 82,28
OAUE 82,08
Tabla 4. Rendimiento de los algoritmos sobre cambios abruptos. Los cambios ocurren cada 25000
ejemplos de entrenamiento. Se generaron 10 cambios.
Algoritmo Medida AGR HYP LED RBF SEA STA WAVE Promedio
FASE x 8437 9316 73,56 7197 87,80 99,93 80,56 84,48
s 12,14 253 2,64 1,56 1,54 0,37 1,29 -
LeveragingBag x 8298 8545 70,16 72,00 87,69 87,10 80,49 80,84
s 13,29 13,87 8,86 1,48 1,56 19,18 1,28 -
OzaBagAdwin x 80,57 8541 71,34 7198 87,04 87,28 80,48 80,59
s 17,28 15,59 6,46 1,50 2,03 18,98 1,30 -
AUE x 82,69 91,89 7096 72,05 8743 97,83 80,42 83,32
s 13,88 7,09 10,31 1,90 337 8,40 2,83 -
AWE x 8350 92,02 72,27 72,55 87,14 98,88 81,32 83,95
s 12,65 634 6,87 1,98 347 5,21 2,88 -
OAUE x 8287 91,85 71,27 72,00 87,53 97,88 80,43 83,40
s 13,775 727 9,63 1,90 333 8,27 2,83 -

Tabla 5. Rendimiento de los algoritmos sobre cambios graduales. Los cambios ocurren cada 25000
ejemplos de entrenamiento con 5000 ejemplos en el periodo de transicidn entre conceptos consecutivos.
Se generaron 10 cambios.

Algoritmo Medida AGR HYP LED RBF SEA STA WAVE Promedio
FASE x 81,70 90,53 7096 71,99 87,20 96,28 80,55 82,74
s 12,67 6,19 6,73 1,55 1,89 829 1,30 -
LeveragingBag x 81,74 90,18 71,10 71,99 86,86 96,05 8047 82,63
s 12,68 6,30 6,69 1,51 2,05 8,80 1,29 -
OzaBagAdwin x 81,73 90,14 71,20 71,99 86,72 9592 8048 82,60
s 1281 6,37 6,47 1,51 2,06 9,08 1,31 -
AUE x 81,50 89,68 70,14 72,07 87,30 95,56 80,42 82,38
s 13,17 7,74 9,00 1,90 333 9,82 2,78 -
AWE x 81,89 8990 69,69 7239 8690 96,07 81,31 82,59
s 12777 6,71 9,51 1,94 342 8,74 2,82 -
OAUE x 81,64 89,73 7029 72,05 87,36 95,64 80,42 82,45
s 13,09 7,68 8,81 1,89 332 9,73 2,78 -
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Tabla 6. Principales caracteristicas de los datasets reales
seleccionados

=2
= § % ¢ §
S .9 S 5 = S
Dataset < m Z Z > O
Electricity ELE 45.312 1 7 st 2
Forest Cover COoV 581.012 44 10 no 7
KDD Cup 10%  KDD 494.021 7 34 no 2
Nursery NUR 12.960 8 0 no 5
Spam corpus 2 SAl 9.325 500 0 no 2
Spam 2 SA2 4.601 1 57 no 2
Usenet 1 USEI 1.500 100 0 no 2
Usenet 2 USE2 1.500 100 0 no 2
Connect-4 CON 67.557 21 0 no 3
EEG Eye State EYE 14.980 0 14 no 2
Poker Hand POK  1.000.000 0 11 no 10
Bank marketing  BAN 41.188 9 7 mno 2
1 2 3 4 5 6
FASE — OAUE
LeveragingBag —— | AUE

OzaBagAdwin — AWE

Figura 3. Comparacién entre todos los algoritmos sobre
datos reales utilizando el test de Friedman y el procedimiento
de Bergmann Hommel para el andlisis post hoc. Los
algoritmos que estdn conectados (p-value = 0.10) no existen
diferencias significativas. Todos los algoritmos utilizan Naive
Bayes como clasificador base.

los ensambles que utilizan bloques de instancias.

6. Conclusiones

La generacion constante de grandes cantidades de datos en
el tiempo y el cambio de concepto son dos de los problemas
mds complejos en la mineria de flujos de datos. En este trabajo
se presentaron dos enfoques para solucionar este tipo de pro-
blemas. Estos enfoques son los ensambles incrementales y los
ensambles basados en bloques de instancias. Los ensambles
incrementales utilizan clasificadores bases incremenatales de
manera que siempre estan actualizados con respecto a los
datos mds recientes. Mientras que los ensambles que utilizan
bloques van dividiendo el flujo de datos en bloques de datos
de igual tamafio y actualizan los clasificadores bases con cada
uno de estos bloques. En el estudio experimental realizado se
demostré que los ensambles incrementales obtienen mejores
resultados frente a conceptos estables debido a que los cla-
sificadores bases siempre estan actualizados con respecto a

los datos més recientes. No ocurre asi con los ensambles que
utilizan bloque ya que van eliminado clasificadores cada vez
que se completa un nuevo bloque de instancias.

En los experimentos con cambios de concepto ambos
enfoques obtienen buenos resultados, pero no se puede afirmar
que con los conjuntos de datos utilizados un enfoque es mejor
que otro. Sin embargo frente a conjuntos de datos reales los
ensambles incrementales obtienen mejores resultados, es decir
son mas estables ante situaciones donde los cambios pueden
ser tanto abruptos como graduales.
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