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Wavelets Logarı́tmicas: Una Herramienta Efectiva
para el Procesamiento de Mamogramas
Logarithmic Wavelets: An Effective Tool for
Mammograms Processing
Damian Valdés Santiago*, Daniel Mesejo León, Ángela León Mecı́as

Resumen El cáncer de mama es uno de los más frecuentes en este tipo de enfermedad y constituye la
segunda causa de muerte en las mujeres. El éxito del tratamiento depende de la detección temprana de la
enfermedad. La mamografı́a de rayos X es esencial para su diagnóstico. El reto del examen es obtener imágenes
con buen contraste y resolución aplicando pequeñas dosis de radiación. La manipulación de los coeficientes de
detalle en la Transformada Wavelet Discreta (TWD) bidimensional aplicada a las imágenes permite incrementar
el contraste de las anomalı́as respecto a la región circundante. También puede aplicarse TWD utilizando modelos
no lineales del procesamiento de imágenes. Esta técnica se nombra Transformada Wavelet Logarı́tmica Discreta
(TWL). En este artı́culo se propone un algoritmo para incrementar el contraste en mamografı́a empleando TWL.
Para la experimentación se usó la base de datos MIAS y software basado en el lenguaje Python 2.7. Line profile,
diagramas de caja, CII y DSM fueron utilizados como medidas de calidad del mejoramiento. Los resultados
demostraron la efectividad del método propuesto y validaron que el método Correlación Local combinado con el
modelo S–LIP obtuvo los mejores resultados medida–visualidad. En ocasiones, las medidas no reflejaron los
resultados visuales debido a la definición de región de interés de MIAS.
Abstract Breast cancer represents the most common of this type of disease and is the second leading cause
of death in women. Successful treatment depends on early detection of the disease. X-ray mammography is
essential for diagnosis. The challenge of the test is to obtain images of good contrast and resolution requiring
small doses of radiation. The manipulation of detail coefficients in bidimensional Discrete Wavelet Transform
(DWT) applied to images can increase the contrast of the anomalies relative to the surrounding region. DWT
can also be applied using non–linear image processing models. This technique is named Logarithmic Discrete
Wavelet Transform (LWT). In this paper, an algorithm to increase the contrast in mammography using LWT is
proposed. We used MIAS database and Python 2.7 programming language for the experimentation. Line profile,
box plots, CII and DSM were used as quality improvement measures. The results demonstrated the effectiveness
of the proposed method and validated that the combination of the Local Correlation method and the S-LIP model
gave the best results according to the measures and visually. Sometimes, the measures did not reflect the visual
results due to the definition of region of interest by MIAS.
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Introducción

El cáncer de mama es un problema de salud mundial. Es el
tipo de cáncer más frecuente y es la segunda causa de muerte
en las mujeres. El 1% de los cánceres de mama corresponden
a hombres [1]. La detección temprana es crucial para el éxito
del tratamiento [2]. La realización de la mamografı́a de rayos
X es un examen de costo relativamente bajo que brinda in-
formación esencial para el diagnóstico de este tipo de cáncer.
Una de las tareas más importantes en el procesamiento de

imágenes de mamografı́a es mejorar el contraste de la imagen.
El reto en este examen es obtener imágenes de buen contraste
y resolución aplicando pequeñas dosis de radiación, ya que
el uso de radiaciones ionizantes es dañino para el paciente y
puede provocar cáncer de mama. Se entiende por imagen de
buen contraste, una imagen donde se destaquen los bordes de
las anomalı́as y estas sean distinguibles respecto al tejido que
las circunda.

Las anomalı́as en la mama pueden ser de varios tipos: ma-
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sas, microcalcificaciones, calcificaciones, entre otras. Existen
elementos de la anatomı́a de la mama que son importantes en
el diagnóstico como el músculo pectoral, el pezón y el borde
de la mama [3].

El reto de la mamografı́a como método de diagnóstico
radica en que reducir la radiación implica la disminución del
contraste en la imagen, lo que dificulta la apreciación. El
contraste se define como el cociente entre la media de las
intensidades de los pı́xeles de una región de la imagen y la
media de las intensidades de los pı́xeles de la región que la
circunda. Por tal razón, se necesitan algoritmos que permi-
tan aumentar el contraste en la región donde se encuentran
las anomalı́as, lo cual facilitarı́a una mejor detección de las
mismas por los radiólogos.

La tarea del mejoramiento del contraste en la imagen de
mamografı́a consiste en realzar los bordes de las anomalı́as
en el primer plano de la región de interés (ROI) o incrementar
el contraste entre el primer plano y el fondo de la misma [4].
Se conoce que si una región difiere en luminosidad respecto
a su alrededor en menos del 2%, entonces esta región es
indistinguible por el ojo humano [5].

En el trabajo de Heng-Da Cheng y colaboradores [6] se
resumen métodos de mejoramiento del contraste para mamo-
grafı́a: métodos convencionales, métodos de mejoramiento
por regiones y métodos basados en caracterı́sticas. Los al-
goritmos convencionales no son capaces de incrementar el
contraste de las microcalcificaciones y provocan la aparición
de ruido en la imagen resultante [6]. Los procedimientos ba-
sados en regiones pueden resaltar detalles anatómicos con
introducción mı́nima de ruido, y han demostrado que pueden
identificar con efectividad calcificaciones en mamas densas,
donde el contraste es muy bajo [7]. Los métodos basados
en caracterı́sticas incrementan el contraste de las anomalı́as
según sus rasgos y se agrupan en dos categorı́as: incrementar
el contraste de áreas sospechosas, y eliminar el ruido y estruc-
turas en el tejido de fondo [6]. Estos métodos permiten superar
a los métodos convencionales, puesto que pueden incrementar
el contraste de las microcalcificaciones. A esta clasificación
pertenecen los métodos basados en Transformada Wavelet
Discreta (TWD).

Existe una fuerte conexión entre el análisis wavelet y la
forma en que el ojo humano procesa la información. La multi-
orientación y la multiresolución son propiedades del sistema
visual humano [8, 9]. La multiresolución consiste en que los
objetos que se ven bien en una escala fina, van progresivamen-
te desapareciendo de la vista al moverse a escalas más gruesas.
Cualquier algoritmo para el procesamiento de información
visual debe ser multiescala y multiresolución [10].

La TWD permite descomponer una imagen como una
suma de detalles y aproximaciones en diferentes escalas. Es-
to resulta de utilidad debido a que las microcalcificaciones
pueden localizarse con los coeficientes de detalle del mamo-
grama y, gracias a la descomposición, es posible aislarlas para
mejorar su contraste respecto a la región circundante.

La TWD en el procesamiento de imágenes consta esen-

cialmente de tres etapas. Primero, la imagen se descompone
en coeficientes de detalle horizontales, verticales y diagonales;
y coeficientes de aproximación. En esta primera fase hay que
determinar el número de niveles de descomposición y la base
wavelet que se desea usar. La segunda fase consiste en aplicar
un algoritmo de transformación de los coeficientes wavelet
con el propósito de incrementar el contraste. Finalmente, la
imagen mejorada se reconstruye a partir de los nuevos coefi-
cientes, mediante la Transformada Wavelet Inversa (ITWD).

Este enfoque ha sido aplicado en mamografı́a [11, 12].
Lu y Healy [13] usaron TWD para aumentar el contraste de
imágenes médicas. Laine y Song [14, 15] fueron los primeros
en utilizar una función no lineal para transformar los coefi-
cientes en la descomposición wavelet. La dificultad de este
enfoque radica en la elección de la función no lineal para
realizar el mejoramiento. Laine y colaboradores [16] brindan
cuatro requisitos que debe cumplir esta función.

Otra variante para incrementar el contraste de una imagen
es combinar métodos de mejoramiento global y local mediante
fusión de las imágenes resultantes [17].

También puede aplicarse wavelet shrinkage [18]. Esta
técnica consiste en realizar la descomposición wavelet y de-
terminar parámetros para modificar los coeficientes. Existen
varias formas de elegir estos parámetros, que pueden ser con-
sultados en el artı́culo de Yasuda y Kodera [19].

Los modelos no lineales del procesamiento de imágenes
(NPI) son una alternativa al procesamiento de imágenes basa-
do en aritmética con números reales, pues este enfoque tiene
limitaciones como el truncamiento al sumar las intensidades
de pı́xeles con máximo valor [20]. Estos modelos modifican
la forma con que se operan las intensidades de los pı́xeles.
Su relevancia se debe a la analogı́a establecida entre la no
linealidad de la visión humana y las imágenes transmitidas
por luz. La teorı́a homomórfica introducida por Oppenheim
[21] es el punto de partida para estos modelos. El principio es
introducir funciones logarı́tmicas homomórficas que permitan
representar una imagen en una estructura algebraica superior.
En 1972, Stockman propuso un método de mejoramiento de
imagen basado en la teorı́a homomórfica [22]. Posteriormen-
te aparecen modelos más elaborados: LIP [23], HLIP [24],
Pseudo–LIP [25] y S–LIP [26].

La mayorı́a de estos modelos ha demostrado su correspon-
dencia con el sistema de visión humana [23]. Esta propiedad
permite el uso de los modelos NPI en corrección de ilumi-
nación [27], mejoramiento del contraste [28], detección de
bordes [25] y mejoramiento del rango dinámico. Su superiori-
dad respecto a los métodos clásicos ha sido probada [29].

Los modelos NPI se han empleado en el mejoramiento de
las imágenes satelitales, de vigilancia nocturna, y en imágenes
de rayos X. En la revisión bibliográfica solo se encontró un
artı́culo que empleó una parametrización del modelo LIP
combinada con unsharp masking para mejorar el contraste en
mamografı́a [30].

Otra forma de mejorar el contraste en las imágenes es
aplicar descomposición wavelet en una imagen representada
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mediante uno de los modelos NPI previos. Este enfoque se
nombra Transformada Wavelet Logarı́tmica Discreta (TWL)
y permite la compresión, detección de bordes y la eliminación
de ruido en imágenes [31].

En el presente artı́culo se propone un algoritmo para incre-
mentar el contraste en imágenes de mamografı́a que modifica
los coeficientes wavelets de la imagen empleando un modelo
NPI. En la Sección 1 se describen cuatro formas de modifi-
car los coeficientes en la TWD para incrementar el contraste.
En la Sección 2 se presentan los modelos NPI y se detalla
el modelo S–LIP utilizado. En la Sección 3 se presenta el
algoritmo propuesto para mejorar contraste en mamografı́a.
En la Sección 4 se describen las medidas empleadas en la
experimentación para validar el procesamiento, software em-
pleado, resultados y discusión. Finalmente, en la Sección 5 se
presentan las conclusiones.

1. Formas de modificar los coeficientes
de la Transformada Wavelet

La representación de una imagen mediante la TWD reali-
za una descomposición de la imagen en bloques de diferentes
frecuencias, dados por los llamados coeficientes de aproxima-
ción y coeficientes de detalle (coeficientes wavelets). Una vı́a
para mejorar el contraste de una imagen es modificar estos
coeficientes de detalle.

En el trabajo de Martins y colaboradores del 2014 [32]
se exponen cuatro métodos para modificar los coeficientes:
Simple, Umbral, Correlación y Correlación Local.

El método Simple aplica un incremento constante G a
todos los coeficientes de detalle. El incremento G se elige
de forma empı́rica, e.g. G = 5. Este método incrementa el
contraste de lesiones tipo masas grandes, no ası́ el de las
microcalcificaciones o masas más pequeñas. Además, por lo
general, este algoritmo difumina el músculo pectoral.

El método Umbral fue propuesto por Laine y colabora-
dores [33]. La idea principal del método es distinguir entre
los pı́xeles de borde y los pı́xeles que no aportan informa-
ción, a partir de destacar los primeros y dejar los segundos sin
cambiar. En general, el método Umbral logra un mayor incre-
mento del contraste de las masas, aunque suaviza el pectoral
más que el método Simple.

El método Correlación se basa en conceptos teóricos pre-
sentados por Stefanou y colaboradores [34] y Chen y cola-
boradores [35]. Consiste en que los pı́xeles con valores altos
de los coeficientes wavelets en niveles consecutivos, tienen
alta correlación y por tanto pueden ser parte de una anomalı́a.
Este método logra un buen incremento del contraste de masas,
microcalcificaciones y otros elementos de la anatomı́a de la
mama como el pectoral y el borde de la misma.

El método Correlación Local es una variante del método
anterior. La diferencia está en que la correlación se calcula re-
lativa a la vecindad de cada pı́xel (de tamaño L) y no respecto
a toda la imagen. De esta manera, las anomalı́as y el tejido
circundante son tratados diferenciadamente. Este algoritmo

(a) (b)

(c) (d)
Figura 1. Cuatro maneras de modificar los coeficientes
wavelet de una región de interés: (a) Simple, (b) Umbral, (c)
Correlación y (d) Correlación Local

logra un buen contraste de las anomalı́as y caracterı́sticas de
la mama.

En la Figura 1 se muestran los resultados de aplicar cada
uno de estos métodos de modificación de coeficientes wavelets
a una ROI determinada.

2. Modelos no lineales del procesamiento
de imágenes

Los modelos NPI son estructuras algebraicas que se utili-
zan para representar una imagen y realizar operaciones sobre
esta con una aritmética diferente a la clásica (punto a punto).
Estos modelos son efectivos en varias tareas del procesamien-
to de imágenes y la visión por computadora.

La construcción matemática de un modelo NPI comienza
por la definición de leyes operacionales (adición y multipli-
cación por un escalar) o, de forma equivalente, encontrando
una función generadora (isomorfismo) que represente el con-
junto de definición del modelo investigado en una estructura
algebraica real [29].

Dado que la estructura algebraica del modelo tiene un
dominio especı́fico, se deben transformar los valores de los
pı́xeles de la imagen (u) hacia los valores del dominio. Esta
transformación se realiza mediante una función biyectiva h.

En este trabajo se empleó h(u) =
2u−M

M
cuya inversa es

h−1(u) =
M(u+1)

2
[36].

Lo que distingue un modelo es el isomorfismo escogido,
pues este determina las operaciones de la estructura algebraica.
Existen varios modelos: LIP [23, 20], HLIP [24, 36], Pseudo–
LIP [25] y S–LIP [26]. En la experimentación realizada los
mejores resultados fueron obtenidos con el modelo S–LIP, el
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cual se abordará a continuación.

2.1 S–LIP
El modelo simétrico LIP (S–LIP) fue propuesto por Nava-

rro y colaboradores [26] para superar las desventajas de los
modelos previos, respecto a la simetrı́a y al significado visual
de la misma.

En este modelo se define el isomorfismo

Φ(u) =−M sgn(u) ln
(

M−|u|
M

)
(1)

cuyo inverso es

Φ
−1(u) = M sgn(u)

(
1− e−

|u|
M

)
(2)

Estas funciones logran un comportamiento simétrico de
los valores positivos y negativos, con lo que reduce la desven-
taja de los modelos anteriores.

La estructura algebraica subyacente en el modelo es un
espacio vectorial, debido a la simetrı́a del conjunto de defi-
nición (−M,M). Además, este modelo es consistente con la
formación de imágenes transmitidas por luz y las leyes de
percepción del brillo en la visión humana [37].

En la Figura 2 se expone el efecto de las operaciones en el
modelo S–LIP. Puede observarse que esta manipulación no es
suficiente para mejorar el contraste de la mamografı́a. Por tal
razón, los modelos NPI se combinan con otras técnicas como
la TWD.

3. Wavelets Logarı́tmicas para mejorar
contraste en mamografı́a

Las wavelets logarı́tmicas fueron introducidas por Courbe-
baisse y colaboradores en 2002 [38]. Dichos autores probaron
la ventaja de estas wavelets para resolver problemas como
la detección de singularidades. La idea de las wavelets lo-
garı́tmicas es manipular, de forma no lineal, las dilataciones y
traslaciones de las mismas. Estas wavelets son superiores a las
clásicas pues sus amplitudes cambian de forma logarı́tmica y
permanencen acotadas [31].

La TWL puede definirse usando las operaciones no li-
neales de cada modelo; sin embargo, en este trabajo se im-
plementó una segunda vı́a. Esta consiste en aplicar Φ a la
imagen, luego calcular la TWD y después revertir la transfor-
mación mediante Φ−1. La principal diferencia entre ambas
maneras es el costo computacional que puede implicar el uso
del isomorfismo [31].

El algoritmo propuesto en este artı́culo combina, mediante
las wavelets logarı́tmicas, los métodos de mejoramiento del
contraste basados en TWD y los modelos NPI para destacar
las anomalı́as presentes en la mamografı́a, como se muestra
en la Figura 3.

4. Experimentación
En esta sección se mencionan la base de datos de imágenes

de mamografı́a empleada para la validación del algoritmo pro-
puesto, las medidas utilizadas para evaluar el contraste y las
herramientas de software que permitieron su implementación.
Además, se presentan y discuten los resultados.

4.1 Bases de datos MIAS
La base de datos MIAS (Mammographic Image Analysis

Society) [39] es una de las bases de datos más antiguas y es
muy usada en la literatura. Está disponible online, aunque
no se actualiza. MIAS consiste en 161 casos, 322 imágenes
MLO digitalizadas donde están presentes todos los tipos de
anomalı́as, incluyendo lesiones benignas y malignas, y masas.
Las anotaciones de las MIAS consisten en el centro y radio
del cı́rculo que encierra el área de interés.

4.2 Evaluación de la calidad en mejoramiento del
contraste

4.2.1 Line Profile
El line profile o scan line en una imagen consiste en los

valores de intensidad de los pı́xeles que se encuentran sobre
una lı́nea trazada sobre la imagen. El cómputo del line profile
se realiza con el algoritmo de Bresenham que está disponible
en skimage 0.9.3 (toolbox de procesamiento de imágenes para
SciPy [40]). Esta herramienta es útil para evaluar el contraste
en mamografı́a [16, 33, 41], pues al trazar una lı́nea sobre una
anomalı́a, pueden graficarse los valores de intensidad de los
pı́xeles sobre la misma, antes y después del mejoramiento. Si
las diferencias entre los pı́xeles del tejido de la mama y los de
la anomalı́a se acentúan, se tiene un mayor contraste.

4.2.2 Box Plots
De la estadı́stica se conoce que los cuartiles son valores

posicionales que dividen la información en cuatro partes igua-
les, el primer cuartil deja el 25% de la información por debajo
de él, y el 75% por encima, el segundo cuartil, al igual que la
mediana, divide la información en dos partes iguales, y por
último el tercer cuartil deja el 75% por debajo de sı́, y el 25%
por encima.

Los diagramas de caja (box plots) son gráficos que per-
miten observar de forma simultánea cinco estadı́sticas sobre
los datos que representa: mı́nimo, segundo cuartil, promedio,
tercer cuartil y máximo. Las cajas del gráfico muestran los
intervalos de confianza de los cuartiles y el promedio. El pro-
medio se representa por una lı́nea horizontal en el centro de
la caja. El rango de valores se representa mediante dos lı́neas
horizontales. Los puntos que se extienden más allá de este
rango se consideran ruido (outliers) y se grafican fuera de
la caja. Este tipo de gráfico permite notar valores atı́picos y
analizar la simetrı́a de la distribución.

4.2.3 Medidas basadas en Regiones de Interés
En la experimentación se utilizaron medidas basadas en

regiones de interés como CII [5] y DSM [42].
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(a) (b) (c) (d) (e)
Figura 2. Efecto de las operaciones ⊕ y 	 del modelo S–LIP en el mamograma mdb209: (a) 	100, (b) 	50, (c) imagen
original, (d) ⊕50 y (e) ⊕100
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ℎ Φ TWD
Modificar 
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Figura 3. Algoritmo propuesto para mejoramiento del contraste en mamografı́a

El objetivo de estas medidas es cuantificar el contraste pre-
sente en una zona del mamograma, elegida por el especialista
o definida de forma automática. Una región de interés (ROI)
está compuesta de un primer plano (foreground) donde se
ubica la anomalı́a, y el fondo (background) compuesto por el
tejido circundante. Esto refleja el acto subconsciente presente
en la percepción humana, que observa un objeto respecto al
entorno donde está ubicado.

En la experimentación se empleó la base de datos MIAS
[39]. En MIAS, la ROI se define de la siguiente forma: el
primer plano es un cı́rculo donde está contenida la anomalı́a y
el fondo es un cuadrado concéntrico, creado por los autores,
que contiene a este cı́rculo.

Las medidas utilizadas fueron:

Contrast Improvement Index (CII): Mide la ganancia
de contraste entre la imagen original y la procesada.
CII > 0 y mientras mayor sea su valor, mayor será la
calidad del contraste [43, 5].

Distribution Separation Measure (DSM): Representa
cuán fundida está una anomalı́a con la región circun-
dante. Idealmente, DSM > 0 y es directamente propor-
cional a la calidad del contraste [42].

4.3 Software
Para implementar las ideas expuestas en este trabajo se

utilizó el lenguaje Python 2.7.6 [44]. Para el trabajo con wa-
velets se empleó el módulo PyWavelets 0.2.2 [45]. Además se
utilizaron los módulos NumPy 1.7.1 [46], SciPy 0.13.0 [40],
Matplotlib 1.3.1 [47], skimage 0.9.3 [48] y OpenCV 2.4.6.0
[49].

4.4 Resultados y Discusión
Para mostrar el efecto de los algoritmos planteados se

trabajará con la imagen mdb209 de MIAS. En la Figura 4 se
muestra la imagen y una ROI donde se señalan tres microcal-
cificaciones.

Para los métodos basados en wavelets se diseñó la experi-
mentación de la siguiente forma:

Se tomaron todas las bases wavelets de las familias
Haar, Daubechies, Symlets, Coiflets, Biorthogonal, Re-
verse biorthogonal y Meyer, presentes en PyWavelets
[45].

Se ejecutó la descomposición wavelet hasta el máximo
nivel posible según cada base wavelet.

Se realizó el filtrado de coeficientes de las cuatro formas
planteadas en la Sección 1, con el procesamiento de
todos los niveles en los métodos Simple y Umbral, y del
segundo nivel en adelante, en los métodos Correlación
y Correlación Local. En cada nivel se modificaron las
tres orientaciones.

Mediante un análisis previo de los resultados para mdb209
[Ver Figura 1], se decidió extender la experimentación con la
base Symlet 6, G = 5, L = 9 y los cinco últimos niveles de
descomposición (con el fin de poder computar la correlación
entre los detalles de dos niveles consecutivos), empleando los
métodos presentados, excepto el método Umbral en el que
se filtraron los últimos tres niveles. Además, fueron filtradas
todas las orientaciones.

El método Simple – como se esperaba – fue el de resul-
tados más modestos. El mayor incremento del contraste se
logró con el método Umbral, aunque los métodos Correlación
y Correlación Local tienen valores de CII muy cercanos a Um-
bral. Además, este último método logra la mejor separación
entre los histogramas del primer plano y del fondo, aunque
los resultados fueron cercanos a los del método Correlación.
Los métodos Correlación y Correlación Local resaltaron más
los bordes de las anomalı́as e incrementaron la homogeneidad
de la misma. En este aspecto, el método Umbral resultó ser el
peor.

De los métodos basados en wavelets, Correlación Local
obtuvo mejores valores de las medidas y resultados visuales
que concuerdan con las mismas [Figuras 1, 7a y 7c].

Para continuar la experimentación se aplicaron los méto-
dos de modificación de coeficientes wavelets mediante la
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mdb209

ROI

Microcalcificaciones

Figura 3.5: Imagen para la experimentación y su región de interés

Tabla 3.3 Mejor y peor resultado para medida

CII Método Base Niveles
Peor −0.319 Simple rbio3.3 7

Mejor 1.132 Umbral db15 5

DSM Método Base Niveles
Peor −89.132 Umbral bior3.1 8

Mejor 30.784 Simple haar 10

TBCs Método Base Niveles
Peor −0.075 Umbral db15 5

Mejor 0.682 Simple rbio3.3 7

TBCε Método Base Niveles
Peor −0.048 Umbral db15 5

Mejor 4.186 Simple bior3.1 8

D Método Base Niveles
Peor 6.08 Umbral haar 10

Mejor 90.142 Umbral bior3.1 8

Figura 4. Imagen para la experimentación y su región de interés

TWL, empleando los modelos LIP, HLIP, Pseudo–LIP y S–
LIP, y los parámetros de los mejores resultados visuales ante-
riores. Los modelos LIP y S–LIP son los que mejores resulta-
dos muestran, pues en los otros dos modelos el mejoramiento
con wavelets fue menos efectivo.

En la Figura 5 se expone el resultado de aplicarle a mdb209
el método Correlación Local mediante TWD y en el marco de
la TWL empleando S–LIP. Puede observarse el incremento de
la intensidad de las regiones señaladas respecto a la imagen
original, además del decremento de la intensidad en los pı́xe-
les vecinos a la microcalcificación que se desea resaltar. Estas
propiedades son las que expresan la mejora del contraste.

En la Figura 6 puede observarse el incremento del contras-
te de una masa en mdb028. Nótese cómo al aplicar TWL con
S–LIP se oscurece más el tejido circundante, lo que provoca
un mayor contraste de la masa.

Finalmente, se ejecutó la TWL y los métodos de modifi-
cación de coeficientes wavelet, con los parámetros previos, en
todas las imágenes de MIAS.

Al aplicar TWL en el modelo S–LIP, el método Simple
es, nuevamente, el de resultados más modestos. El método
Umbral logró el mayor incremento del contraste, aunque el
método Correlación tuvo un comportamiento muy parecido,
respecto a esta medida. A diferencia de la aplicación de TWD,
con el modelo S–LIP se introdujo menos ruido en el mejora-
miento del contraste. La mayor separación entre los histogra-
mas en la ROI se alcanzó por el método Umbral. El método
Simple fue el que obtuvo mejor realce de homogeneidad y
bordes de la ROI, aunque el método Correlación Local obtuvo
resultados muy cercanos a los de este método [Figura 7].

En los restantes modelos, los resultados de las medidas
fueron muy parecidos para cada uno de los métodos, aunque
los resultados visuales indicaron que empleando el modelo
S–LIP y el método Correlación Local se obtuvo una buena

relación medida–visualidad [Figuras 5 y 7].

5. Conclusiones
En este trabajo se propuso un algoritmo basado en wave-

lets logarı́tmicas para mejorar contraste en mamografı́a. Para
la experimentación se empleó la base de datos MIAS y medi-
das de calidad del mejoramiento basadas en ROI. En algunos
casos, los valores de las medidas no se reflejan en los resulta-
dos visuales, por lo que es necesario el uso de otras formas de
evaluación como el line profile y los diagramas de caja. Estos
valores erróneos se deben en parte al criterio de ROI empleado.
La experimentación mostró que el método Correlación Local
fue el de mejores resultados medidas–visualidad. Al aplicar
estos algoritmos expresando la imagen en un modelo no lineal
para procesamiento de imágenes, este método fue también el
de mejores resultados medidas–visualidad en cada modelo,
pero el contraste se incrementó más al usar el modelo S–LIP.
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Imágenes. Ediciones Journal, Buenos Aires, 2010.

[3] César S. Pedrosa and Rafael Casanova. Diagnóstico por
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