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Escalamiento Multidimensional empleando
Metaheuristicas
Multidimensional Scaling by using Metaheuristics

Maria Esther Reyes Calzado'*

Resumen Dentro del Analisis Multivariado, el Escalamiento Multidimensional se utiliza para obtener una
representacién en un espacio de dimensién reducida de ciertos individuos u objetos cuyas similaridades o
disimilaridades fueron obtenidas previamente. En este trabajo tomando una matriz de distancias, resultado del
MDS-Clasico, que bajo cierto criterio de error (Strain) es éptima, se considera otro criterio de error (STRESS) a
minimizar, empleando MDS No Métrico con Metaheuristicas. Se implementan algoritmos en lenguaje MATLAB y
los resultados obtenidos son comparados con los de métodos conocidos.

Abstract In Multivariate Analysis, Multidimensional Scaling (MDS) is used to obtain a representation in a lower
dimensional space for certain individuals or objects which similarities or dissimilarities were previously collected.
In this work a minimization of the error criterion Stress employing Non Metric MDS with Metheuristics is applied
after using the Strain minimization with Classic MDS as an initial distance matrix. Algorithms are implemented in
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MATLAB language and its results are compared with the corresponding in the MDS known methods.
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Introduccion

Dentro de la estadistica descriptiva, el andlisis explorato-
rio de datos multivariados, agrupa los métodos que pretenden
representar datos agrupados en una matriz de entrada, que
tiene asociada cierta matriz de proximidades. La esencia de
estos métodos consiste en hacer un conjunto de transformacio-
nes a la matriz de datos inicial que culminan con la aplicacién
del teorema de descomposicion singular de Eckart & Young
(1936).

El Escalamiento Multidimensional (MDS), se encarga de
representar ciertos objetos o individuos de los que sélo se
conocen similaridades o disimilaridades debidas a su com-
portamiento respecto a variables cualitativas o mixtas que les
han sido medidas previamente, encontrando en un espacio
de dimension reducida, puntos cuyas distancias euclideas se
aproximen lo mejor posible a las relaciones de proximidades
originales.

La implementacién de una herramienta computacional
propuesta en la literatura para la solucién de este problema
resulta una labor dificil debido a que la informacién sumi-
nistrada no es suficiente y muchas veces la descripcion del
algoritmo no es muy clara de modo que permita entender la
técnica para su aplicacion posterior.

En este trabajo, se elabord un paquete de programas en len-
guaje MATLAB de algoritmos que combinan el Escalamiento
Clasico (cuyo criterio de error a minimizar es el Strain) y

el No métrico con Metaheuristicas (minimizando la funcion
Stress) con el objetivo de obtener resultados aceptables que
superen deficiencias numéricas de los métodos mas conoci-
dos.

Se compararon las estrategias programadas a partir de
sus resultados en ejemplos de la literatura y reales. En todos
los casos se logré minimizar el resultado del MDS Clésico y
se comprobd que se mantenian las relaciones de semejanzas
originales.

1. Escalamiento Multidimensional

Sean Q = {w;,m,,...,®,} un conjunto de n elementos
diferentes, y 6;; = (i, j) = 8(j,i) > 6(i,i) = 0 una distancia
o disimilaridad entre los elementos i, j de Q. Consideremos
la matriz de distancias:

o1 612 -+ O
_ 621 622 Tt 52/1
6}11 6112 Tt 6nn

6;j=0;i=0(i,j) > 8 =0

El objetivo del Escalamiento Multidimensional (Multi-
dimentional Scaling, MDS) es encontrar una matriz X de la
forma
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Xi X2 o Xip

X21 X2 o X2p
X =

Xnl X2 0 Xnp

!
tal que 8% = Y5 (i — ¥ja)* = (xi —x;) (xi — x;), donde
X1,X2,...,X, € RP serdn las coordenadas de los puntos que
representan a los elementos de €. Si esto se cumple, decimos
que A es una matriz de distancias euclideas. [5]

Los modelos de MDS pueden clasificarse fundamental-
mente en Métricos y No Métricos. En el Escalamiento Métrico
se utiliza una funcién paramétrica, y es recomendable cuando
la matriz de disimilaridades es bien condicionada. El Escala-
miento No Métrico trabaja con una funcién monétona e inten-
ta aproximar la mejor representacion en el espacio euclideo.
(1] [4]

El caso mas simple de MDS es el Escalamiento Clasico,
también llamado Anélisis de Coordenadas Principales(Anali-
sis de Componentes Principales aplicado a una matriz de
distancias), donde se optimiza por via algebraica una funcién
de pérdida, conocida como Strain. [8] [4]

En el Escalamiento No Métrico, la representatividad de
una solucién del MDS en p dimensiones se halla general-
mente mediante la funcién de pérdida Stress. Los algoritmos
Iterativos de MDS encuentran una configuracién de MDS con
optimo Stress, para lo cual, re-escalan los datos siguiendo
ciertas restricciones. [1] [2]

1.1 Escalamiento Clasico

Sea A, una matriz de distancias, A = —%A@) y B=HAH
donde A es la matriz que contiene en la posicion i, j el
cuadrado del elemento correspondiente a la matriz A; H =
I—n'11 y 1 es el vector columna conformado por n unos.
Se cumple el siguiente teorema:

Teorema 1: La matriz de distancias A es euclidea si 'y
solo si B es semidefinida positiva.

Sea ahora B = PAP' la descomposicién espectral de B,
donde P es una matriz de n X p vectores propios ortonormales
de B correspondientes a los valores propios ordenados de la
matrizA: A1 > ... 2 A, > 4,41 =0.

Obsérvese que Bl = 0, y por tanto A, =0 es valor
propio de B correspondiente al vector propio 1. También, se
tiene que si X = PA% cumple que B = XX’

Luego, las coordenadas del elemento i de Q serdn

!
X = (X1, ..., Xip)

donde x; es la fila i-ésima de X. Estas reciben el nombre de
coordenadas principales y cumplen que

14 !’
8= X (ia —xja)” = (i =) (v =)

a=1

La funcién de pérdida mds conocida para el MDS Cléasico
se llama Strain y viene dada por la expresion:

/ 1 P
Strain =|| B—B(k) ||= tr(Pl_p)Afy ) Plup) = Z A — Z A?

En algunas aplicaciones, especialmente en Biologia y Psi-
cologfia, en lugar de una matriz de distancias A, se dispone de
una matriz con coeficientes que miden el grado de similaridad
entre cada par de individuos. Para aplicar las técnicas de MDS
es necesario transformar las similaridades en distancias, que
pueden ser euclideas o no. (Ver [8])

1.2 Escalamiento No Métrico

Supongamos que la matriz de distancias A es no euclidea.
Entonces la matriz B (por el Teorema 1) tiene valores propios
negativos: Ay > ... 24, 20> 4,1 >... > lp:.

El fundamento del MDS no métrico es transformar las
distancias 6;; para convertirlas en euclideas, pero conservando
las relaciones de proximidad entre los elementos del conjunto
Q.

Sea X(,, ) una configuracién en R?, la expresin de X co-
mo solucién del MDS en p dimensiones se halla generalmente
mediante la funcién de pérdida Stress [1] [2] dada por:

Stress =

donde los d;; son las nuevas distancias euclideas, obtenidas
de las nuevas coordenadas para los puntos de Q.

Esta funcién toma valores en el intervalo [0, 1] y expresa si
la representacion obtenida refleja correctamente las relaciones
de distancia originales. Una solucién perfecta del MDS tiene
Stress = 0. Se considera que una solucién aproximada es
suficientemente buena si el Stress es menor que 0.2. [8]

Otras variantes de la funcién de Stress son: el Stress-
normado y el S-Stress. [1] [2]

Los algoritmos iterativos de MDS encuentran una confi-
guracion con 6ptimo Stress, para lo cual, re-escalan los datos
siguiendo ciertas restricciones. Estos algoritmos presentan
dos fases. En cada fase se fija un conjunto de pardmetros y
se modifica otro conjunto de argumentos de manera que se
reduzca el Stress.

Si luego de ¢ iteraciones, este proceso no reduce el valor
de Stress hasta cierta cantidad prefijada, se detiene el algorit-
mo de busqueda y X; se toma como la solucién 6ptima. Debe
tenerse en cuenta que estos algoritmos iterativos no siempre
garantizan que se encuentre una solucién 6ptima global, de-
bido a que los cambios en cada paso son pequefios y puede
detenerse en un minimo local de la funcién Stress.

Los métodos mas conocidos son de tipo descenso de gra-
diente, pero muchas veces conducen a 6ptimos locales del
Stress. Otros métodos, basados en una funciéon de mayoriza-
cion (método SMACOF) o el método de Tunelado (Tunneling)
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tampoco garantizan que se llegue a un ptimo global; y otras
implementaciones han demostrado ser un poco lentas. [1] [2]

2. Estrategias y procedimientos
empleados

A partir de la configuracion inicial dada por la solucién
del MDS Clasico, el proceso iterativo de MDS no métrico
sigue las dos fases mencionadas anteriormente, en tanto no
se cumpla alguno de ciertos criterios de parada previamente
prefijados.

Denotaremos X|g) a la solucién del MDS Clésico (solucién
inicial del algortitmo iterativo), X(k) la solucion de la iteracion
k'y s el valor del stress para la solucion X(y).

En la primera fase se generan posibles soluciones siguien-
do una estrategia de vecino mas cercano [7] en la que se
relaciona cada elemento particular i con aquellos cuya dis-
tancia es minima. En la segunda fase se calculan las nuevas
distancias y procedemos a escoger la nueva solucién a par-
tir de la estrategia determinada por la metaheuristica que se
decida aplicar.

2.1 Recocido Simulado en MDS No Métrico

El algoritmo de Recocido Simulado se basa en el proceso
de recocido del acero y cerdmicas, una técnica que consiste en
calentar y luego enfriar lentamente el material para variar sus
propiedades fisicas. El calor causa que los 4tomos aumenten
su energia y que puedan asi desplazarse de sus posiciones ini-
ciales (un minimo local de energia); el enfriamiento lento les
da mayores probabilidades de recristalizar en configuraciones
con menor energia que la inicial (minimo global).

El método consiste en, dado x, generar un punto yy tal
que, si el valor de la funcién objetivo disminuye, xz; = yg.
Si no, la aceptacion de la solucion respondera a cierta ley de
probabilidad. Esta ley dependerd de un pardmetro de tempera-
tura ¢ que se ird disminuyendo a medida que pasa el tiempo
y teniendo en cuenta que Ay = f(yx) — f(xx) > 0. Paraun ¢
fijo, a mayor Ay, menor probabilidad de tomar y; como nuevo
punto de iteracién. La probabilidad de aceptar una solucién
que no mejore la actual es proporcional a la temperatura e
inversamente proporcional al cambio en la funcién objetivo.
Si consideramos {x;} una sucesién de variables aleatorias,
puede demostrarse que el algoritmo converge en probabilidad
al 6ptimo. (Ver [11] [3] [14])

Para nuestra solucién al problema del MDS no métrico, en
la iteracion k, la solucién X(;) se acept6 o no de acuerdo a una
distribucién de probabilidad normal (¢*/T), donde el pardme-
tro de temperatura inicial 7O =1, disminuye a medida que
pasa el tiempo a razén de 0.95, es decir T*+1) =0.95x7 %)

2.2 Busqueda tabu en MDS No Métrico

El algoritmo de Buisqueda Tabui tiene asociada una lista cu-
yos elementos no se pueden considerar (lista tabu). Utiliza un
procedimiento de busqueda local para moverse iterativamente
desde una solucién x hacia una solucién x’ en la vecindad de

x que no esté en la lista tabu, hasta satisfacer algun criterio
de parada. Este método aumenta el rendimiento de bisqueda
local mediante el uso de estructuras de memoria ya que una
vez que una solucién potencial queda determinada, se marca
como*“‘tabi”’de modo que el algoritmo no vuelva a visitar esa
posible solucion. (Ver [11] [13])

Para aplicar este algoritmo al problema del MDS no métri-
co, se discretiz6 el espacio de dimension reducida, dibujando
una cuadricula imaginaria de s x h, donde h se selecciona
seguin la cantidad de elementos y la escala de la represen-
tacién en R2. En cada iteracidn, si el valor de s disminuye,
X(k+1) serd tomado como nueva solucion inicial. Si no, nos
movemos hacia otra cuadricula siguiendo el siguiente criterio:

= Si en el movimiento anterior el punto se mantuvo en la
misma cuadricula, entonces nos movemos a la cuadricu-
la mas cercana en la misma direccion del movimiento
anterior.

= Sien el movimiento anterior el punto cambi6 de cuadricu-
la, entonces nos movemos en el sentido opuesto a la
direccion del movimiento anterior.

2.3 Algoritmo Genético en MDS No Métrico

Un Algoritmo Genético es un método de busqueda diri-
gida basada en probabilidad. Bajo una condicién muy débil
(que el algoritmo mantenga elitismo, es decir, guarde siempre
al mejor elemento de la poblacion sin hacerle ningin cambio),
se puede demostrar que el algoritmo converge en probabili-
dad al 6ptimo. En otras palabras, al aumentar el niimero de
iteraciones, la probabilidad de tener el 6ptimo en la poblacién
tiende a 1. Estos algoritmos hacen evolucionar una poblacién
de individuos sometiéndola a acciones aleatorias semejantes
a las que actdan en la evolucidn bioldgica (mutaciones y re-
combinaciones genéticas), asi como también a una “seleccién”
de acuerdo con algin criterio, en funcién del que se decide
cudles son los individuos mas adaptados, que sobreviven, y
cudles los menos aptos, que son descartados. (Ver [11] [9] [6]
[12])

En la bisqueda de mejores soluciones al problema en cues-
tidn, en cada iteracion, a partir de la solucion (X)) se generd
una poblacién de manera aleatoria, empleando la distribucién
uniforme en el intervalo [0,1]. Cada individuo se evalia en la
funcién objetivo para conocer su aptitud. Se seleccionan las
dos soluciones con mejor Stress y se realiza el cruzamiento
para hallar X, 1) que generard la nueva poblacion.

2.4 Evolucion Diferencial en MDS No Métrico

La Evolucién Diferencial se caracteriza por el uso de
vectores de prueba, los cuales compiten con los individuos de
la poblacién actual a fin de sobrevivir. El algoritmo asume que
las variables del problema a optimizar estan codificadas como
un vector de nimeros reales y que el dominio de las variables
del problema esta restingido por ciertas cotas definidas para
cada variable. (Ver [11])
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Para aplicar este algoritmo al problema del MDS no métri-
co, empleando la distribucién uniforme en el intervalo [0, 1],
se generaron aleatoriamente n vectores de Perturbacion (Vec-
tor de Diferencias) que se recombinan con Xy para generar
una nueva poblacién. La mejor solucién (solucién con menor
Stress) se convertird en la nueva solucion inicial(X( 1)), y
pasard a conformar la nueva poblacidn.

3. Resultados

Para comprobar los resultados de los métodos implemen-
tados, fueron aplicados a ejemplos de la literatura y proble-
mas reales realizando simulaciones en las que se variaron los
parametros de perturbacién de la solucién y el ndmero de
iteraciones.

El primer ejemplo, extraido de Borg & Groenen (2013),
presenta las frecuencias por estado de los diferentes crimenes
en Estados Unidos.

Al comparar la solucién con stress = 0 dada por los auto-
res con la obtenida por los métodos implementados se pudo
observar que aunque los valores de Stress no son tan pequefios
como podria esperarse, la representacion bidimensional es su-
ficientemente cercana a la realidad. Se lograron observar dos
vecindades principales: crimenes donde se dafia a las personas
(asesinato, asalto, violacién); y crimenes sobre la propiedad
(estafa, robo, robo de auto). El atraco se encuentra en medio
de estas vecindades, posiblemente porque en caso de ser vio-
lentos, no solo dafian las propiedades de las personas sino
también sus cuerpos.

Mederos, Linares & Miret (2000) describen el estudio
realizado con siete expertos del CENSA-ISCAH, que juzgaron
10 pares de dcaros que pueden formarse teniendo en cuenta
diferentes variables como la morfologia externa, la morfologia
interna, tipo de alimentacion, etc.

Segtn los expertos, los acaros 2, 4 y 5 se alimentan de
células epidérmicas de las hojas y otros tejidos verdes de
la planta, por lo que tienen comportamientos parecidos y
deben estar cerca en la representacion final. Sin embargo,
el acaro 1 se alimenta de restos de materias organicas y el
3 es depredador de insectos, por tales razones deben estar
separados del resto, y no muy separados entre si.

Al aplicar los métodos implementados a estos datos pudo
verse que aunque a partir de las metaheuristicas no se llega
a alcanzar un 6ptimo global, si se logra establecer entre los
elementos la relacién expuesta previamente por los expertos.
Ademas, se pudo notar que, aunque la evolucién diferencial
converge con mayor velocidad, se detiene en un 6ptimo local
diferente del global.

Una de las aplicaciones mds conocidas del MDS es la
reconstruccién de mapas [10]. Dadas la matriz de distancias
por carretera entre las principales ciudades en Cuba e Inglate-
rra, se aplicaron los algoritmos descritos anteriormente para
obtener una representacion en el plano euclideo. Estas son

matrices de disimilitudes no euclidea, ya que las distancias
por carretera no son en linea recta, y sus mediciones estin
sujetas a errores debido al relieve, entre otros factores, sin
embargo, como estas disimilitudes se acercan bastante a las
distancias euclideas, el MDS Clasico nos brinda una muy
buena solucion. Al aplicar posteriormente MDS No Métrico
con metaheuristicas no logramos que esta solucién mejorase
mucho mds, aunque puede verse que la Evolucién Diferencial
es el algoritmo que mejor optimiza el stress para estos ejem-
plos.

Durante la experimentacién, en todos los casos se logrd
reducir la pérdida de informacién por Stress respecto a la del
MDS Claésico (por Strain) y se comprobd que se mantenian las
relaciones de semejanzas originales. Se pudo apreciar que los
algoritmos evolutivos convergen al minimo mads rapido que
las heuristicas de bisqueda local. En la figura 1 se presenta
un resumen de los resultados obtenidos.

Base de datos MDS Recocido Blisqueda  Algoritmo Evolucién
Clasico  Simulad Tabti Genético Diferencial

Crimen USA [2] 0.2767 0.21 0.20 0.16 0.15
Acaros [3] 0.2142  0.20 0.20 0.19 0.18
Reconstruccién del 0.0152 0.0151 0.0151 0.0147 0.0116
mapa de Cuba [3]
Ciudades de 0.0493 0.0491 0.0491 0.0465 0.0402
_Inglaterra [4]

Figura 1. Resultados de la experimentacion.

Conclusiones

Se elabor6 un paquete de programas en lenguaje MATLAB
que retine algoritmos que combinan MDS No Métrico con
Metaheuristicas. Se compararon las estrategias programadas
a partir de sus resultados en ejemplos de la literatura y reales
obteniendo resultados prometedores, particularmente, cuando
se disponga de bases de datos para las cuales el MDS Cléasico
no sea eficiente por los problemas de mal condicionamiento
de las matrices de distancias que procesa y la configuracion
inicial no sea lo suficientemente confiable de los datos que
rerpresenta, en cuyo caso las metaheuristicasse encargardn de
ofrecer al usuario la mejor configuracién.
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