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Meta-aprendizaje para AutoML heterogéneo
Meta-learning for heterogeneous AutoML

Lia de la Concepcién Zerquera Ferrer'®, Alberto Fernandez Oliva*2®, Alejandro Piad Morffis3®,
Suilan Estévez Velarde*

Resumen El aprendizaje de maquina automatizado (AutoML) es un area de la Inteligencia Artificial en auge,
aunque enfrenta varios desafios. Este proceso puede ser lento e ineficiente computacionalmente. El meta-
aprendizaje, que consiste en aprender de experiencias pasadas mediante algoritmos aplicados a diversos tipos
de datos, puede mejorar AutoML al identificar los mejores algoritmos para problemas especificos, acelerando
asi el proceso y mejorando los resultados. Esta investigacién propone una estrategia de meta-aprendizaje
para dominios genéricos de aprendizaje automatico, capaz de abordar una variedad amplia de problemas
mediante la seleccion de caracteristicas adecuadas. Se utiliza AutoGOAL como complemento para AutoML,
ya que ofrece soluciones efectivas en multiples dominios y permite crear flujos de algoritmos que generan
una base de conocimientos util para el meta-aprendizaje. El enfoque facilita la adquisicién de conocimiento a
partir de la ejecucion de distintos problemas en AutoGOAL y evalua el rendimiento de los flujos de algoritmos
correspondientes. Con esta informacion, se desarrolla un modelo que ayuda a descartar flujos inadecuados para
futuros problemas. Los resultados experimentales indican que esta estrategia puede reducir significativamente
el tiempo de ejecucion en AutoGOAL, permitiendo identificar rapidamente flujos erréneos.

Palabras Clave: aprendizaje de maquina, AutoML, meta-aprendizaje.

Abstract Automatic machine learning (AutoML) is a field of Artificial Intelligence that has gained a lot of
popularity recently, however, it still faces many challenges. It is time consuming and can be computationally
inefficient. Meta-learning, the process of learning from past experiences by using learning algorithms to learn
different types of data, can support the AutoML process from the best algorithms to solve a particular type of
problem, which speeds up the process and achieves better results in the same amount of time. In this research,
a meta-learning strategy for generic domains of machine learning is designed. The approach can address a
wide variety of automatic learning problems by selecting a set of characteristics to represent each problem.
AutoGOAL is used as a complementary system to AutoML, due to its ability to provide efficient solutions in a
wide range of domains. It allows the establishment of algorithm flows from which a knowledge base is generated
to perform meta-learning. This approach facilitates the acquisition of knowledge from the execution of various
machine learning problems in AutoGOAL and the performance of the algorithm flows tested by AutoGOAL for
these problems. With this knowledge, a model is designed to discard algorithm flows, whose application is not
suitable for future automatic learning problems. Experimental evaluation shows that the meta-learning strategy
can reduce the execution time of AutoGOAL, which allows to quickly detect erroneous flows.
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Introduccion perimentacién y despliegue de algoritmos de aprendizaje auto-
mdtico. Uno de los principales desafios de muchos sistemas de
AutoML es su incapacidad para aprovechar la experiencia ad-
quirida en la resolucién de problemas al enfrentarse a nuevas
tareas. [1]. Para intentar solucionar esto, se han comenzado a

El aprendizaje de maquina automatizado (AutoML) se ha
convertido en un tema de tendencia en el ambito de la Inteli-
gencia Artificial (IA). AutoML abarca un conjunto de técnicas
para automatizar y facilitar el proceso de implementacion, ex-


https://orcid.org/0009-0001-0617-6512
https://orcid.org/0009-0005-9852-5378
https://orcid.org/0000-0001-9522-3239
https://orcid.org/0000-0001-6707-1442
mailto:liazerqueraf@gmail.com
mailto:afoliva55@gmail.com
mailto:apiad@apiad.net
mailtosestevez@matcom.uh.cu
https://doi.org/10.5281/zenodo.14164788
https://revistas.uh.cu/rcm/article/view/9130

80

Meta-aprendizaje para AutoML heterogéneo

utilizar técnicas de meta-aprendizaje (meta-learning) con el
objetivo de que las herramientas de AutoML sean capaces de
encontrar buenas soluciones a nuevos problemas presentados,
de forma mads rapida y basdndose en la experiencia.

El meta-aprendizaje ha sido aplicado con gran éxito en
varios campos de la IA, donde los volimenes de datos eran
muy grandes y se hacfa necesario buscar una relacién entre
ellos. Algunos de estos campos son la rébotica [3], el apren-
dizaje no supervisado [4] y la medicina inteligente [8]. En
el campo del AutoML también se suele trabajar con grandes
datasets y grandes espacios de bisqueda, razén por la cual
parece atractivo incorporar el meta-aprendizaje en esta drea.

De las herramientas mas conocidas dentro del campo
de AutoML se encuentran Auto-Weka [11], Auto-Sklearn
Hyperopt-Sklearn [5], TPOT [10], ML-Plan [7], H20 Au-
toML [6], AutoGluon [9] y AutoGOAL [2]. Entre estas, Auto-
Sklearn es la tnica que aplica técnicas de meta-aprendizaje,
aunque no se descarta que el resto de ellas lo hagan en préxi-
mas versiones. Sin embargo, esta herramienta usa un enfoque
denominado warm-starting, que ha obtenido buenos resulta-
dos cuando los datos a procesar estdn en forma tabular, lo cual
impone una restriccién significativa para su uso.

Por otro lado, las herramientas de AutoML requieren pro-
cesar datos de diferente naturaleza, como imégenes y textos.
Como antecedentes a esta investigacion, en el grupo de IA de
la Facultad de Matemdtica y Computacion de la Universidad
de La Habana, se cre6 AutoGOAL [2], que es una herramienta
de AutoML, muy versétil en cuanto a la gran variedad de tipos
de problemas que puede resolver y a la diversidad de formatos
en los que es capaz de recibir los datasets.

AutoGOAL es una herramienta competitiva dentro del
campo del AutoML, ya que devuelve soluciones que brin-
dan buen rendimiento a los problemas que se le presentan.
Sin embargo, estd sujeta a mejoras en cuanto al tiempo y el
consumo de recursos a la hora de encontrar soluciones, pre-
cisamente, esa es una de las razones por la cual se le quiere
integrar enfoques de meta-aprendizaje. Se conoce que la téc-
nica warm-starting [12] tiene como deficiencia que solo se
encarga de empezar la bisqueda de soluciones a problemas
de aprendizaje automadtico en un punto o “lugar” prometedor
y luego no vuelve a intervenir en dicho proceso de busque-
da. Por ello, en el presente trabajo se utilizard un enfoque de
meta-aprendizaje basado en caracteristicas de los datasets,
que intervenga activamente en el proceso de optimizacién de
AutoGOAL.

Relevancia del estudio

Esta investigacid constituye un paso para la mejora de
las herramientas de AutoML, lo cual es crucial tanto tecno-
l6gica como ambientalmente. Se utiliza un enfoque de meta-
aprendizaje basado en caracteristicas de los datasets, que
intervenga activamente en el proceso de optimizacién de Au-
toGOAL. Al automatizar y optimizar la creacién de modelos
de aprendizaje automadtico se reduce el tiempo y los recursos
necesarios. Ademads, al reutilizar experiencias previas, se evita
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la redundancia y el desperdicio de recursos.

1. Propuesta y experimentacion

Para incorporar meta-aprendizaje a AutoGOAL se lleva-
ron a cabo dos etapas principales:

= Etapa de extraccion del meta-conocimiento: se utilizd
un conjunto de datasets heterogéneo y como herramien-
ta complementaria AutoGOAL, donde se tuvo en cuenta
su capacidad para dar solucién a una amplia gama de
problemas.

= Etapa de aplicacion del meta-conocimiento al proceso
de optimizacién de AutoGOAL: un modelo de regresién
lineal, entrenado con los datos extraidos en la etapa
anterior, permite identificar y descartar flujos “malos”
en el momento de hacer la evaluacién, sin que esto
implique andlisis computacionales costosos.

1.1 Extraccién del meta-conocimiento

La adquisicién del meta-conocimiento se realiza mediante
la extraccién de caracteristicas de un conjunto de datasets,
mientras que la extraccién de informacién se realizé con los
flujos de algoritmos que probé AutoGOAL en dichos datasets.
Un flujo de algoritmos (pipeline) es un conjunto de algoritmos
que se deben ejecutar, uno a continuacién de otro, para resol-
ver un problema representado en un determinado dataset. De
cada flujo, se extrae el nombre de cada algoritmo junto con sus
hiperpardmetros, respetando el orden en que aparecen en el
mismo. Ademds, se extrae la evaluacién del flujo de acuerdo
a la métrica determinada por el usuario. En ocasiones surgen
errores a la hora de evaluar el flujo, en este caso, se reporta
dicho error para posteriormente ser guardado y asociado al
problema ejecutado junto a dicho flujo (Figura 1).

Para la extraccién de meta-caracteristicas se ejecutd en
AutoGOAL un conjunto de 100 datasets tabulares y 100 de
imégenes tomados de OpenML' y 100 datasets de texto toma-
dos de Hugging Face* (Figura 2).

1.2 Aplicacion del meta-conocimiento

Una vez construido el conjunto de datos, las meta-caracte
risticas de los datasets y de los pipelines ejecutados, se cons-
truye un vector con todas ellas para adaptar dicha informacién
a un formato que pueda entender un algoritmo de machine
learning. Para crear dicho vector se concatenan las meta-
caracteristicas de los datasets con la vectorizacion de la re-
presentacién en string de la funcién objetivo y de un pipeline.
Por ultimo, se concatena a lo anterior la evaluacion de la fun-
cién objetivo, de donde se obtiene un vector donde todos sus
elementos son numéricos.

Una vez que se tienen todos los vectores, se separan en tres
conjuntos segtn el tipo de dataset (tabular, imigenes y texto).

!OpenML es una plataforma abierta para compartir conjuntos de datos,
algoritmos y experimentos.
2https://huggingface.co/datasets.

Zerquera Ferrer, L.C., Fernandez Oliva, A., Piad Morffis, A.,
& Estévez Velarde, S.
https://doi.org/10.5281/zenodo.14164788


https://huggingface.co/datasets
https://revistas.uh.cu/rcm/article/view/9130
https://doi.org/10.5281/zenodo.14164788

Meta-aprendizaje para AutoML heterogéneo

81

Vector de meta-caracteriticas del dataset 1

—— > | Vector de meta-caracteriticas del pipeline 1 |

[Vector de meta-caracteriticas del pipeline m|

Vector de meta-caracteriticas del datasetn ——— 3y |Vector de meta-caracteriticas del pipeline 1 |

[ Vector de meta-caracteriticas del pipeline k |

Figura 1. Representacion del dataset y del pipeline en la base de datos [Representation of the dataset and the pipeline in the

database].
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Figura 2. Extractor de caracteristicas [ Feature extractor).

Luego cada uno de estos conjuntos se separa en dos subcon-
juntos, uno de entrenamiento y otro de prueba. Finalmente, se
entrena un modelo de machine learning con ayuda de Auto-
Gluon. Para ello, se le proporcionan a dicha herramienta, de
uno en uno, todos los conjuntos de entrenamiento que fueron
determinados. Por cada conjunto de entrenamiento, se obtiene
un modelo de machine learning, que es evaluado por el con-
junto de prueba correspondiente y determinado anteriormente.
De esta manera se obtienen los modelos de machine learning
para predecir el rendimiento de un pipeline, dado un dataset
en forma tabular, o en forma de texto.

Los modelos anteriormente mencionados son incorpora-
dos al proceso de buiisqueda de AutoGOAL. Cada vez que la
herramienta encuentra un pipeline vélido para dar solucién
al problema que se esta tratando de resolver en ese momento,
las meta-caracteristicas asociadas a dicho pipeline y al pro-
blema, son suministradas al conjunto de modelos que fueron
incorporados al proceso para que se active, convenientemente,
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uno de ellos, en dependencia del tipo de dataset sobre el cual
esté representado el problema (Figura 3).

El modelo activado devuelve un ndmero que representa
la prediccion del rendimiento del pipeline. Si el rendimiento
de este es menor que un umbral determinado por el usuario
(el umbral por defecto es la mitad de la mejor evaluacién
encontrada hasta el momento), entonces no pasard a la fase de
evaluacion y, en su lugar, se utiliza la prediccién del modelo
como su rendimiento real. Sin embargo, si el rendimiento del
pipeline es mayor que el umbral, entonces, AutoGOAL realiza
el proceso de evaluacidn original, sin modificacifon alguna,
y sesga el espacio de bisqueda segun los resultados de dicha
evaluacion.

2. Experimentacion

En esta seccién se evalda el comportamiento de Auto-
GOAL con la integracién del meta-aprendizaje. Para ello,
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se examina la eficiencia de dicha herramienta haciendo uso
de meta-aprendizaje en comparacién con AutoGOAL, sin su
incorporacién. Se ejecutaron en AutoGOAL cinco datasets
que representan problemas de aprendizaje automatico clasicos
(por ejemplo, Cars, Credit G, Abalone, Yeast, HAHA). Los
datasets para estos experimentos fueron seleccionados por-
que ya habian sido usados en estudios previos con versiones
anteriores de AutoGOAL [2].

En las figuras 4 y 5 se observa que Cars, Credict G y Yeast,
sin meta-aprendizaje, obtienen el mejor rendimiento. Sin em-
bargo, con la incorporacion de meta-learning se consigue que
todos los pipelines evaluados obtengan una precisién por en-
cima del umbral (mayor que la mitad de la mejor precisién
obtenida).

En el caso de Abalone (Figura 5), a diferencia de Cars y
Credict G, AutoGOAL con meta-aprendizaje encuentra el flu-
jo de algoritmos que tiene la mejor precision, en comparacion
con todos los demds flujos que fueron evaluados con y sin
meta-aprendizaje.

En la Figura 6 se observa el comportamiento de HAHA
con meta-aprendizaje y sin él. Su comportamiento es similar
al de Cars, ya que el meta-aprendizaje no consigue evaluar
ningtn pipeline por debajo del umbral. Sin embargo, no logra
igualar ni mejorar la mejor precisién conseguida por Auto-
GOAL sin meta-aprendizaje.

2.1 Resultados
Luego de ver el comportamiento de AutoGOAL con meta-
aprendizaje puede surgirle al lector la siguiente interrogante:
(existe alguna diferencia significativa en cuanto a eficiencia en-
tre AutoGOAL con meta-aprendizaje y sin meta-aprendizaje?
Ambos enfoques son capaces de encontrar modelos de
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aprendizaje que se comportan de manera eficiente ante un
problema de aprendizaje de maquina. Si embargo, si la com-
paracion se hace teniendo en cuenta el tiempo de ejecucién
para dar solucién a cada problema, en los ejemplos ejecutados
se observa que AutoGOAL con meta-aprendizaje encuentra
de forma mds rdpida modelos que resuelvan de forma eficiente
problemas de aprendizaje de maquina.

Para evaluar la capacidad de los modelos de aprendiza-
je automatico creados se realizaron varios experimentos que
consistieron en guardar todos los flujos de algoritmos que
son descartados y evaluados por los modelos. Se eliminaron
los pipelines que no se pudieron evaluar en tiempo de eje-
cucién por cualquiera de los posibles motivos (por ejemplo,
exceden el espacio en memoria, el tiempo de ejecucién o por
errores propios de adaptaciones hechas por AutoGOAL a los
algoritmos de algunas bibliotecas).

Los experimentos muestran que los modelos de aprendi-
zaje automatico creados tienen un comportamiento eficiente.
En todos los problemas ejecutados se obtiene una precision
y un recobrado por encima de 0,90. Esto se corrobora con la
evaluacion de la métrica F1 en la que se aprecia que existe un
balance entre el total de pipelines adecuados y los detectados
como tal por el modelo (Figura 6).

Conclusiones

En esta investigacién se ha creado una nueva estrategia
de meta-aprendizaje que se integré a AutoGOAL, la cual, al
considerar el conocimiento alcanzado en ejecuciones previas
de problemas de aprendizaje automatico en AutoGOAL, el
propio problema de aprendizaje automatico que se analiza y
los pipelines encontrados durante el proceso de busqueda, des-
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Figura 4. Resultados de ejecutar Cars y Credict G en AutoGOAL, con y sin meta-aprendizaje [Results of running Cars and

Credict G in AutoGOAL with and without meta-learning].

carta pipelines que no son buenos. Esta estrategia se concibe
a partir de algoritmos computacionalmente viables de extrac-
cién de meta-caracteristicas y del entrenamiento de modelos
de aprendizaje de maquina.

AutoGOAL se destaca por su capacidad para generar solu-
ciones eficaces para una gran cantidad de dominios de proble-
mas, pero dicha herramienta atin no contaba con un sistema de
meta-aprendizaje. Por tanto, uno de los aportes de esta investi-
gacion fue la incorporacidn de un sistema de meta-aprendizaje
a AutoGOAL. Para ello, fue necesario la implementacién de
un extractor de meta-caracteristicas. Dicho extractor es capaz
de analizar problemas de distinta configuracion, o sea, proble-
mas de texto, imdgenes y tabulares. Un aspecto a destacar de
dicho extractor es que el usuario puede afiadir nuevas carac-
teristicas para la representacion vectorial de un problema de
aprendizaje automatico.

A partir del conocimiento obtenido con el extractor de
meta-caracteristicas se entrenaron modelos de aprendizaje
automatico, lo cual permitié descartar, en tiempo de ejecucion,
pipelines inadecuados. Con esto se logra reducir el tiempo de
busqueda que requiere AutoGOAL para encontrar soluciones
factibles a problemas de aprendizaje automético.

La evaluacién experimental de la propuesta se realizé uti-
lizando un conjunto de problemas clésicos de aprendizaje au-
tomadtico, tomadas de investigaciones previas de AutoGOAL.
Se tuvieron en cuenta los pipelines encontrados por Auto-
GOAL, con y sin la incorporacién de meta-aprendizaje. Esto
se hizo con el objetivo de ver qué versioén encontraba pipeli-
nes con mejor rendimiento ante determinados problemas de
aprendizaje automatico. Se constatd que, en la mayoria de los
problemas analizados, AutoGOAL con meta-aprendizaje y sin
meta-aprendizaje logran un comportamiento similar, aunque
en algunos casos, AutoGOAL con meta-aprendizaje encuentra
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mejores pipelines.

Recomendaciones

El enfoque de meta-aprendizaje presentado es capaz de
abordar una gran variedad de problemas de aprendizaje au-
tomatico. Sin embargo, atin se encuentra en una etapa de de-
sarrollo inicial, por lo que es necesario seguir mejorando sus
capacidades de precision al momento de descartar pipelines
malos.

El conocimiento adquirido fue afiadido a AutoGOAL en el
proceso de bisqueda. Sin embargo, existen otros momentos en
que se puede afiadir dicho conocimiento, por ejemplo, dicho
conocimiento puede ser utilizado para inicializar el espacio
de bisqueda y seguir una estrategia de warm-starting. De esta
manera, se le proporciona a cada nuevo problema presentado
al sistema de AutoML, un espacio de bisqueda donde inicial-
mente los pesos de las aristas del grafo que constituye dicho
espacio de buisqueda estardn dados por la experiencia previa
acumulada, a partir de problemas similares al que se analiza.

En esta investigacion se entrend un modelo a partir de los
datos para descartar pipelines inadecuados. Seria interesante
que en futuras investigaciones se entrenara un modelo para
predecir los pipelines que no son posibles evaluar, segtin los
recursos computacionales con los que se estd ejecutando.

En esta investigacién se disefiaron y se crearon extractores
de meta-caracteristicas y modelos para problemas de texto
y tabulares. Por lo que es necesario que en futuras investiga-
ciones se escale esta propuesta a otros dominios donde los
problemas estén representados en datasets de otro tipo.

Suplementos

Este articulo no contiene informacién suplementaria.
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