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ResuMEN. La prediccion de la resistencia del Virus de Inmunodeficiencia Humana es un problema
de clasificacion de secuencias que intenta predecir la susceptibilidad de una mutacion a un farma-
co determinado partiendo de la informacién del cédigo genético de la proteina que éste inhibe. Las
redes neuronales recurrentes ofrecen buenos resultados en la predicciéon de la resistencia del virus
ante los inhibidores de la proteasa. La transcriptasa reversa tiene como caracteristica distintiva la
variabilidad de la longitud de sus secuencias, por lo que se propone una modificacién de las redes
neuronales recurrentes para adaptar los tiempos de la red de forma dinamica en funcién del tamano
de cada caso, y de esta forma sé6lo aprender de la informacion relevante de cada secuencia, ignoran-
do los fragmentos no codificados. En el siguiente trabajo se utiliza un modelo de redes neuronales
recurrentes que permite obtener mejores resultados en el problema de clasificacion de resistencia a
11 inhibidores de la proteina transcriptasa reversa del Virus de Inmunodeficiencia Humana.

INTRODUCCION

1 Virus de Inmunodeficiencia Humana (VIH)

es un retrovirus con alta capacidad de mu-
tacion que afecta considerablemente a la huma-
nidad causando mas de 3 millones de muertes
al afno, a pesar de los avances en el desarrollo de
terapias para combatirlo. Por estas razones se
hace necesario el estudio de la resistencia anti-
viral de los farmacos ya existentes, con el obje-
tivo de utilizar de manera adecuada cada uno,
o combinaciones de ellos, ante la aparicion de
nuevas mutaciones del virus.

Desde el punto de vista molecular el VIH es
una poliproteina que esta conformada entre
otras por la proteasa y la transcriptasa reversa,
dos enzimas que intervienen en el proceso de re-
plicacion del virus. Particularmente la transcrip-
tasa reversa es la encargada de copiar el cédigo
genético del virus en el ADN de la célula, lo que
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propicia la creacion de nuevas copias del virus.
No es extrano entonces que muchos farmacos
antirretrovirales estén disenados para inhibir la
funcion de esta proteina.

Existen dos formas experimentales de esti-
mar la susceptibilidad de una cepa del VIH ante
un farmaco: las pruebas fenotipicas y las prue-
bas genotipicas. Los resultados de la uniéon de
estos dos experimentos, en pares genotipo-feno-
tipo suman una gran cantidad de informacion
disponible en bases de datos reconocidas como
Stanford HIV Resistance Database lo que ha
generado la aplicacion de una gran variedad de
meétodos estadisticos y de inteligencia artificial
para intentar predecir la susceptibilidad del vi-
rus a determinado farmaco a partir de su codigo
genético.

Como una caracteristica interesante del VIH
esta la variabilidad en sus secuencias, por la
cantidad de mutaciones que presenta. En el
caso particular de la proteasa la cantidad de in-
serciones y eliminaciones no es significativa. Sin
embargo, las secuencias de las mutaciones de la
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transcriptasa reversa si presentan muchas in-
serciones y eliminaciones en su cédigo genético,
lo que provoca que las secuencias tengan lon-
gitudes muy variables y complejiza la seleccion
de un clasificador apropiado para el problema
a tratar. Teniendo en cuenta esta caracteristi-
ca de las secuencias del VIH, en (Bonet, 2008,
Salazar, 2005) se obtuvieron buenos resultados
en la aplicacion de un modelo de Red Neuronal
Recurrente (RNR) para el pronéstico de la resis-
tencia del VIH ante inhibidores de la proteasa
como un problema de clasificacion.

Respecto a la transcriptasa reversa en la li-
teratura revisada se utilizan clasificadores co-
munes con entradas de secuencias de longitud
fija pero aprendiendo con sé6lo una parte de la
transcriptasa reversa o describiendo la secuen-
cias con descriptores quimico biolégicos (Rhee
et al.,, 2006, Vermeiren et al., 2004, Kierczak et
al., 2009).

La variante de tratar solamente una parte de la
secuencia de la transcriptasa reversa puede ob-
viar informacion importante, incluso puede de-
jarse de analizar algunas posibles mutaciones.
Precisamente el sentido de este trabajo es di-
seflar y entrenar un modelo de RNR con bases de
inhibidores de la transcriptasa reversa en la cual
se mantengan las secuencias con su tamano ori-
ginal, conservando la informacion de todas sus
posiciones y que permita la prediccion de resis-
tencia del VIH ante inhibidores de esta proteina.

METODOS

Redes Neuronales Artificiales

Las redes neuronales artificiales se agrupan
dentro de las técnicas conexionistas de la Inte-
ligencia Artificial y constituyen una de las espe-
cialidades mas ampliamente difundidas. Estas
herramientas matematicas para la modelacion
de problemas, permiten obtener las relaciones
funcionales subyacentes entre los datos involu-
crados en problemas de clasificacién, reconoci-
miento de patrones, regresiones, etc. (Hammer
and Villmann, 2003).

Una red neuronal puede ser caracterizada
por el modelo de la neurona, el esquema de co-
nexién que presentan sus neuronas, O sea su
topologia, y el algoritmo de aprendizaje emplea-

SOCIEDAD CUBANA DE MATEMATICA Y COMPUTACION

do para adaptar su funcion de computo a las
necesidades del problema particular.

En los ultimos afios se han producido una
amplia variedad de arquitecturas de redes neu-
ronales, sin embargo, la mayoria de ellas se en-
cuentran ubicadas en dos grandes grupos: las
redes multicapa de alimentacion hacia adelante
(Feed-Forward Neuronal Networks, FFN) y las
redes recurrentes (Recurrent Neuronal Networ-
ks, RNR) (Hilera and Martinez, 1995).

Redes Neuronales Recurrentes

Las RNRs se diferencian de las redes FFN en
que éstas admiten conexiones hacia atras, o
sea, pueden formar ciclos en el grafo que des-
cribe sus conexiones, lo que permite que la red
sea capaz de guardar una memoria de los esta-
dos anteriores para su uso en el calculo de las
salidas del estado actual. Esta es la caracteris-
tica esencial que convierte a este tipo de redes
en una herramienta de amplio uso en tareas de
reproduccion de senales y analisis de secuen-
cias, donde se reflejan relaciones causales en el
tiempo y el espacio respectivamente (Pearlmut-
ter, 1990, Baldi, 2002).

En la Figura 1 se muestra un ejemplo sim-
ple de una RNR de dos capas con conexiones
recurrentes en el tiempo. Esta topologia puede
emplearse para el analisis de secuencias donde
existe influencia entre las posiciones iniciales,
medias y finales de la proteina.

Fig. 1 Red Neuronal Recurrente de dos capas
con conexiones hacia atrds y hacia adelante
en el tiempo.

De otra manera, el estado computado con la
entrada provista alared en el tiempo t, es usado
junto a la entrada provista en el tiempo t+1 para
calcular el nuevo estado y la salida en t+1. Los
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operadores de desplazamiento (shift operators)
d+1 representados en las conexiones recurren-
tes senalan la sincronizacién de las dependen-
cias entre tiempos. Un exponente positivo ad-
vierte que la red requiere el estado computado
en etapas anteriores y un exponente negativo,
que se requiere el estado de etapas posteriores.

Algoritmo de aprendizaje
Backpropagation Through Time

El algoritmo de entrenamiento Backpropaga-
tion Through Time (BPTT) para una RNR es una
adaptacion del algoritmo Backpropagation para
redes FFN. Este es uno de los algoritmos mas
utilizados en la literatura y justamente es el que
se implementa para el modelo propuesto. Este
algoritmo realiza la actualizacion del estado de
activacion de cada neurona en los momentos
puntuales de tiempo ¢, t,,...t .

El primer paso de BPTT consiste en el proceso
de desdoblamiento (unfolding) donde la red neu-
ronal que se obtiene no es mas que el resultado
de la replicacion de la red recurrente original t
veces (t es la cantidad de tiempos). En este pro-
ceso cada conexion replicada comparte su valor
w, en todas las etapas. La red desplegada no es
mas que una red feed-forward, y es susceptible
de la aplicacion del algoritmo Backpropagation
para su entrenamiento. Precisamente ésta es la
idea subyacente del algoritmo BPTT (Figura 2).

Para la aplicacion de la primera etapa de
Backpropagation (proceso forward) el calculo de la
salida y, en el tiempo t de cada neurona se pue-
de definir como:

ylt) = fix(t) (1)

(2)

Donde f se refiere a la funcion de activacion
del modelo de la neurona, H denota los indices
de las neuronas ocultas, I'los indices de las neu-
ronas de entrada, ¥, es la j-ésima neurona de
entrada, M denota los indices de las neuronas
que almacenan la informacién de estados ante-
riores de la red (memoria de estado), T, 0 esuna
magnitud entera que refiere el desplazamiento
de las conexiones recurrentes en el tiempo.

Luego, en el proceso de retropropagacion del
error cada neurona j es caracterizada por una
magnitud de error &. Para las neuronas de la
capa de salida esta magnitud se calcula tenien-
do en cuenta la diferencia entre el valor obteni-
do y el valor esperado (3) mientras que para las
neuronas ocultas se calcula teniendo en cuenta
el error de las neuronas sucesoras a la neurona
en cuestion (4):

Gj(t) = (d_, - y_/) y] (1 - y]) (3)
6](t) = yj (1 - yJ) Ejesucu) wyaz (4)

Por su parte la actualizacion de los pesos se
realiza de acuerdo a la formula (5) donde se cal-
cula el cambio necesario en los pesos teniendo
en cuenta la tasa de convergencia «a.

Aw, = ad.y, (5)

En la formula, e se refiere al ordenamiento
sucesivo con el que se realiza las actualizaciones
de los pesos en el proceso de entrenamiento.

Una vez aplicado el algoritmo Backpropaga-
tion en la red FFN obtenida corresponde la apli-
cacion de la segunda etapa del algoritmo BPTT:
el plegamiento de la red (folding). En esta etapa
la red se contrae para obtener la red recurrente
original, donde los pesos de las conexiones son
resultado del promedio de las conexiones equi-
valentes en cada tiempo de la red FFN anterior.

Como resultado del proceso de entrenamien-
to con BPTT se obtiene una RNR con el conoci-
miento de las base de casos que se utilizo para
el aprendizaje, representado en los pesos de las
conexiones, que son los parametros libres que
permiten adaptar cierta topologia a un proble-
ma de aplicacion particular.

Modificaciones a BPTT para trabajar
con instancias de longitud variable

El problema de clasificacién de secuencias de la
transcriptasa reversa del VIH se distingue por la
caracteristica de que las instancias de las bases
de casos tienen longitudes variables. Al alinear
estas secuencias de longitudes variables y re-
llenar con valores nulos los segmentos que no
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contienen informacion, el algoritmo BPTT tra-
dicional antes propuesto no ofrece buenos re-
sultados, ya que los valores perdidos se tradu-
cen como ceros y este valor no constituye un
neutro ni para el modelo ni para el contexto del
problema de aplicacion. Por lo que es necesaria
la adaptacion de la RNR para que sea capaz de
ignorar los segmentos nulos de cada secuencia
y adaptar la cantidad de tiempos de la red al
tamano real de la instancia de forma dinamica
dentro del proceso de entrenamiento.

El primer paso del BPTT para tiempos dina-
micos consiste en caracterizar cada neurona
como valida o invalida de la siguiente forma:

e Una neurona de entrada es invalida si el
valor del rasgo (posicion de la secuencia
para el problema de aplicaciéon) es nulo.

e Una neurona oculta es invalida si todas
las conexiones que entran a ella provienen
de neuronas invalidas.

e Las neuronas de salida siempre son va-
lidas.

Posteriormente, en el proceso de actualizacion
de los pesos so6lo se tendran en cuenta aquellas
conexiones cuyas neuronas son validas, de esta
forma se conserva el conocimiento que las ins-
tancias anteriores aportaron a la red y la instan-
cia actual so6lo aporta la informacion consistente.
Ademas si todas las neuronas de la capa de en-
trada de un tiempo determinado son invalidas la
salida de este tiempo se ignora, adaptando asi la
cantidad de tiempos al tamano de la instancia de
forma dinamica dentro del proceso de entrena-
miento. De esta manera en cada iteracion del al-
goritmo (cada vez que entra una nueva instancia
a la red para ser procesada) se va a activar la par-
te de la red que propaga informacion relevante.

En la Figura 2 se muestra el ejemplo de una
RNR desplegada con una topologia de tres tiem-
pos con dos bloques de contexto: uno con re-
currencia al pasado y otro con recurrencia
al futuro, para una secuencia de entrada divi-
dida en tres partes, una para cada tiempo. La
instancia posee 12 rasgos donde las primeras
4 posiciones de la secuencia no estan codifica-
das (tienen valores nulos). Siguiendo los crite-
rios anteriores todas las neuronas de la primera
capa de entrada son invalidas porque los valo-
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res de los atributos asociados a ella son cero.
Las neuronas de las capas ocultas que estan co-
nectadas directamente a las entradas invalidas
también se afectan propiciando que la salida
del tiempo t = 1 no se tome en cuenta para pro-
cesar la salida general del modelo. El algoritmo
termina cuando el error medio de entrenamiento
es menor que un umbral especificado o cuando
alcanza el maximo numero de iteraciones.

Funciones de agregacion de salidas

Luego de definir la serie de pasos del algoritmo
para procesar una instancia, resta definir cual
es la salida final de la red. Como se muestra
en la Figura 3 la salida es un vector de varios
componentes que contiene las probabilidades
de pertenencia a cada clase por cada uno de los
tiempos de la red. Pueden existir diferentes va-
riantes para agregar estos valores para obtener
una unica salida. En este trabajo se tienen en
cuenta cuatro de ellas:

1. Average: calcula un promedio de las proba-
bilidades de pertenencia a cada clase de to-
das las salidas.

2. Weighted Average: calcula el promedio an-
terior pero ponderando las salidas de cada
tiempo en funcion de la cantidad de neuro-
nas validas que posee su entrada, es decir,
mientras mas neuronas validas tenga un
tiempo mas peso se le da a su salida en el
calculo del promedio.

3. Mode: calcula la moda de las salidas de to-
dos los tiempos, de esta manera se oferta el
valor que fue mas frecuente.

4. Middle: devuelve el criterio de la salida del
tiempo que se encuentra en el medio de la
red si este es valido, para topologias com-
puestas por pocos tiempos (aproximadamen-
te entre 3 y 7) puede ofrecer buenos resul-
tados porque precisamente en esta zona de
la red es donde mayor informacion se acu-
mula proveniente de todas las partes de la
secuencia.

Es importante senalar que al igual que en el
proceso de entrenamiento sé6lo se tendran en
cuenta los criterios de salida de aquellos tiem-
pos que sean validos, independientemente de la
funcion de agregacion que se utilice.
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Secuencia de una mutacion de la transcriptasa reversa
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FAS: funcion de agregacion de salidas

Fig. 2 RNR desplegada que ajusta los tiempos dindmicamente de acuerdo al tamarnio de la instancia.
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Fig. 3 Funcién de agregacion de salida Average.

RESULTADOS OBTENIDOS

Se realizé un experimento donde se utilizaron 11
bases de casos obtenidas en Stanford HIV Re-
sistance Database que representan la resisten-
cia de mutaciones de la transcriptasa reversa a
los siguientes farmacos inhibidores: lamivudina
(3TC), abacavir (ABC), zidovudina (AZT), estavu-
dina (d4T), zalcitabina (ddC), didanosina (ddl),
delavirdina (DLV), efavirenz (EFV), emtricibina

(FTC), nevirapina (NPV) y tenofovir (TDF). Pre-
viamente se alinearon todas las secuencias de
las bases para hacer corresponder las posicio-
nes del codigo genético de cada cepa del virus,
cada posicion de los fragmentos no secuencia-
dos se denotan por el niumero cero.

En el experimento se analizaron los resulta-

dos del aprendizaje de la variante original del
algoritmo BPTT utilizando la funcion de agrega-



8

cion de salidas average contra los resultados de
la aplicacion del BPTT con tiempos dinamicos
utilizando las cuatro funciones de agregacion
de salidas implementadas: average, weighted
average, mode y middle. Con este propésito se
aplicaron 20 procesos de cross-validation de 10
folds para cada una de las bases ofreciendo los
siguientes resultados (Figura 4).

Como se puede observar en la Figura 4, para
la mayoria de las bases las variantes de BPTT
para tiempos dinamicos ofrecen mejores resul-
tados. Particularmente la modificacion que uti-
liza la funcion de agregacion de salidas average
alcanza los mejores porcientos de clasificacion,
en algunas bases supera en 10 puntos porcen-
tuales al promedio alcanzado por la variante ori-
ginal de BPTT.

En la Figura 5 se observa un promedio de los
porcientos de clasificacion alcanzados por cada
algoritmo en todas las bases, lo cual refuerza
las diferencias entre los resultados alcanzados,
los cuales, como promedio, refuerzan el plan-
teamiento anterior de que los resultados con
tiempos dinamicos son mejores.
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Promedio de los porcientos alcanzados
para todas las bases por cada algoritmo
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Fig. 5 Promedios de los porcientos de casos bien
clasificados para la variante tradicional de BPTT
y las cuatro modificaciones propuestas para trabajar
con instancias de longitud variable.

Promedios de los porcientos de clasificacion obtenidos
para las 11 bases con cada una de las modificaciones del algoritmo
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Fig. 4 Promedios de los porcientos de casos bien clasificados para la variante tradicional de BPTT y las cua-
tro modificaciones propuestas para trabajar con instancias de longitud variable.
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CONCLUSIONES

En este trabajo se implementé una RNR utili-
zando el algoritmo de entrenamiento BPTT y se
incorporo a la plataforma Weka como un nuevo
clasificador. Ademas se adaptd el algoritmo de
entrenamiento para que permita ajustar dina-
micamente los tiempos de la red y de esta mane-
ra ser capaz de trabajar con instancias de lon-
gitud variable.

La modificacion propuesta se utilizo en el en-
trenamiento de RNRs para predecir la resistencia
de secuencias de la transcriptasa reversa ante 11
farmacos antirretrovirales del VIH. Los resulta-
dos obtenidos se compararon con los de la va-
riante inicial del BPTT, resultando los de la modi-
ficacion propuesta significativamente mejores.
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